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Introduction 

Understanding the particle size distribution (PSD) is of great importance for plant growth and soil 

management. In recent years, the science of soil has witnessed a significant increase in digital soil mapping (DSM) 

activities. In this regard, machine learning models (ML) have emerged as an alternative and tool for DSM, which 

are mainly used for data mining and pattern recognition purposes, and are now widely used for regression and 

classification tasks in all fields of science. Hence, this study was undertaken to spatially model sand, silt, and clay 

particles utilizing machine learning models such as Random Forest (RF), Support Vector Regression (SVR), and 

the Co-Kriging geostatistical model. Additionally, auxiliary variables with high spatial resolution were incorporated 

into the analysis. This investigation was conducted in a section of the Marvdasht plain, located in Fars province. 
 

Materials and Methods  

The present study was conducted in a part of Marvdasht plain located between 35.82´41°52' to 1.07´57°52' east 
longitude and 35.02´48°29' to 14.72´2°30' north latitude, and 40 km north of Shiraz with an area of about 50,000 
hectares. After determining the study area boundaries, the positions of 200 sampling points were determined using 
the R software and the conditioned Latin hypercube sampling method. In other words, for soil feature modeling, 200 
samples were taken from two depths of zero to 30 and 30 to 60 centimeters in the study area. Then, the samples were 
transferred to the laboratory, dried, and passed through a 2 mm sieve. Finally, the soil texture components were 
measured by the hydrometer method. The environmental variables used in this study are a wide range of 
representatives of soil-forming factors that were prepared as much as possible from sources with minimum cost and 
high accessibility. In total, 75 environmental variables were prepared, and the raster format related to all 
environmental variables, including 39 elevation and altitude variables and 36 remote sensing measurement variables, 
was extracted. Finally, the factor-tuning inflation variance and Boruta algorithm were used to select the optimal 

variables. 
  

Results  

The minimum amount of clay was measured at 10.21% and 10.45%, respectively, and the maximum amount was 
32.65% and 36.35% at the surface and subsurface depths. The average amount of clay in all samples was 37.91% 
and 35.61%. The average amount of sand was measured at 25.65% and 26.02% at the surface and subsurface depths, 
respectively. The maximum amount of sand was observed in the northern and higher parts of the study area and was 
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equal to 54.68% and the minimum amount was predicted in the low-lying areas of the study area. Low-lying areas 
and sedimentary plains in the central part of the study area contained high amounts of silt. Four depth variables 
valley depths (VD), texture (TE), topographic wetness index (TWI), and clay index (CI) related to geomorphometric 
parameters and the normalized difference vegetation index (NDVI) variable related to remote sensing indices were 
selected as optimal variables. The RF model with R2 of 54.0% and 36.0% for predicting sand, 48.0% and 64.0% for 
predicting silt, and 52.0% and 49.0% for predicting clay at both surface and subsurface depths performed better than 
the SVR and Co-Kriging models. The most effective variable in predicting the spatial distribution of soil particles 
was VD with relative importance of 60% and 65% for predicting sand at the surface and subsurface depths, 70% for 
predicting silt at the surface depth, and 70% and 65% for predicting clay at both surface and subsurface depths, 
respectively. Only TE and TWI variables were more important than VD for predicting silt at subsurface depth. These 
results show that topographic variables are effective in the spatial variation of soil particles. Unlike clay, the highest 
amount of sand in both depths was observed in the northern part and the highest part of the study area, and the lowest 

amount was predicted in the low-lying areas of the study area.  
 

Conclusion 

In general, with the aim of this research, maps of the spatial distribution of soil texture components were prepared 
at both surface and subsurface depths using machine learning and geostatistical approaches along with 
environmental covariates in a part of Marvdasht plain. Among the selected environmental covariates, topographic 
attributes, especially the valley depth (VD), had the highest effect in justifying the spatial prediction of soil texture 
components. Also, the results of comparing the performance of machine learning models supported the higher 
efficiency of the RF model than other models. Therefore, the approach used in this study to prepare a map of soil 
texture components can be useful as a guide for mapping useful soil features in areas with similar climatic and 
topographic conditions. 

 
Keywords: Co-Kriging, Digital soil mapping, Machine learning, Random Forest, Soil particle size distribution  
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برداری رقومی اجزای بافت خاک با استفاده از رویکردهای یادگیری ماشین و متغیرهای نقشه

 محیطی

 

 3سید رشید فلاح شمسی -2سید علی اکبر موسوی -*2مجید باقرنژاد -1پگاه خسروانی

 21/06/1402تاریخ دریافت: 

 05/09/1402تاریخ پذیرش: 

 

 چکیده

ن، مطالعه . بنابرایای برای رشد گیاهان برخوردار استهای موثر بر وضعیت هیدرولوژیکی و مکانیکی خاک از اهمیت ویژهعنوان یکی از ویژگیبافت به
(، رگرسیون بردار پشتیبان RFهای یادگیری ماشین جنگل تصادفی )سازی مکانی ذرات خاک شامل شن، سیلت و رس با استفاده از مدلحاضر با هدف مدل

(SVRو مدل زمین )( اماری کوکریگینگCo-Krigingو نقشه مدل رقومی ارتفاع و تصاویر ماهواره ) مرودشت استان دشت ای با وضوح مکانی بالا در
 ،برداری از دو عمق( و نمونهcLHSمکعب لاتین ) برداری ابرپروفیل مشاهداتی براساس روش نمونه 200رفت. مطالعات میدانی شامل حفر فارس انجام گ

ای ه. طیف وسیعی از متغیرهای کمکی با دسترسی آسان شامل پارامترهای توپوگرافی و شاخصبودمتر( سانتی 30-60( و زیرسطحی )مترسانتی 30سطحی )
خطی ترین متغیرهای کمکی با استفاده از آزمون هممتر تهیه گردید. مناسب 30های محیطی با وضوح مکانی بینی کنندهعنوان پیشش از دور بهسنج

-Coو  SVRهای نسبت به مدل RFنتایج نشان داد که مدل  ( و سپس رویکرد انتخاب متغیر باروتا انتخاب شد.VIFشاخص تورم واریانس ) توسط

ngKrigi دارای عملکرد بهتر و دقت بیشتر برای پیش( 2بینی هر سه ذره شن، سیلت و رس است. ضریب تبیینRپیش ) بینی شده برای رس در عمق
درصد محاسبه شد. همچنین متغیر عمق دره مهمترین  36/0و  54/0و برای شن  64/0و  48/0، برای سیلت 49/0و  52/0ترتیب سطحی و زیر سطحی به

تواند منبع مهمی از اطلاعات برای بینی توزیع مکانی شن، سیلت و رس شناسائی شد. تهیه نقشه توزیع مکانی اندازه ذرات خاک حاصل میپیشمتغیر در 
با دسترسی دلیل استفاده از منابع اطلاعاتی طور کلی رویکرد مورد استفاده در این تحقیق بهبهزیست باشد. مدیریت کارآمد منابع زمین و نظارت بر محیط

ان روز رسانی در حداقل زمهای کشاورزی کشور با قابلیت بهپذیر خاک در دشتهای مدیریتی نقشهعنوان راهنمایی برای تهیهتواند بهآسان و ارزان می
 ممکن مورد استفاده قرار گیرد.

 

 می، یادگیری ماشینبرداری رقوتوزیع اندازه ذرات خاک، جنگل تصادفی، کوکریجینگ، نقشه کلیدی: هایواژه
 

 2 1 * مقدمه

های مهم کیفیت خاک بر روی یکی از شاخص عنوانبافت خاک به
خصوصیات فیزیکی، شیمیایی، بیولوژیکی، هیدرولوژیکی و بسیاری از

(. آگاهی از توزیع Hossain et al., 2018) ثر استؤممکانیکی خاک 
( برای رشد گیاه و مدیریت خاک از اهمیت PSD)3اندازه ذرات خاک 
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3- Particle Size Distribution 

طور مستقیم (. بنابراین، بهParent et al., 2021بالایی برخوردار است )
سیار های مدیریتی بگیریکیفیت خاک را کنترل کرده و برای تصمیم

همچنین  PSD (. al.et de Jesus Duarte, 2019) باشدپرکاربرد می
نقش کلیدی برای درک پیدایش و توزیع خاک ایفا کرده و با استفاده از 

 et Lucas) توان درجه پدوژنتیک و نرخ هوازدگی را تخمین زدآن می

2019 ,al. .) تغییرپذیری عمودی و افقی بافت خاک توسط بسیاری از

 نشریه آب و خاک 
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در  1جایی عمودی ذرات جابه با پدوژنز مانندفرآیندها و عوامل مرتبط 
شود ، تجمع و مواد مادری کنترل میی، حذف سطحپروفیل خاک

(Zhang et al., 2023.) 
، کمبود اطلاعات PSDهای خاک مرتبط با رغم اهمیت ویژگیعلی

دارد های اراضی وجود ها در بسیاری از کاربریمکانی درمورد آن
(Chen et al., 2021بنابراین، به .)ای هروز رسانی و گسترش پایگاه

سازی طراحی های مدلطور خاص برای برنامهخاک که به PSDداده 
های اخیر، علم خاک شاهد افزایش قابل ر سالد اند، حیاتی است.شده

( بوده است. DSM)2برداری رقومی خاک های نقشهتوجهی در فعالیت
این امر ناشی از همگرایی چندین عامل همزمان از جمله، تقاضای 

های زیادی برای اطلاعات کمی و مکانی خاک، انباشتگی پایگاه
همراه با متغیرهای شده گیری های خاک اندازهاطلاعاتی ویژگی

ه های عددی ترکیبی با استفادشده، و توسعه مدلمحیطی کاملاً شناخته
 های خاک استابع کامپیوتری برای استخراج این ذخایر دادهاز من

(2020 et al.,Arrouays ).  
( Jenny, 1941مدل فاکتوریل ینی ) یتوسعهبا  DSMچارچوب 

با عنوان  (McBratney et al., 2003مک براتنی و همکاران ) توسط
های آماری روشبا استفاده از ، که در آن رسمیت یافت 3اسکورپنمدل 

سازی متغیرهای محیطی )نمایندگان و کمی مختلفو ریاضیاتی 
-کلاس ایبینی مکانی خصوصیات پیش فاکتورهای خاکسازی( اقدام به

  شود.می های خاک
های مدل بینی مکانی خاک در چارچوبطور متعارف، پیشبه 
ای از که در آن نمونه (Ma et al., 2019آماری تعبیه شده است )زمین

عنوان مجموع ترکیب خطی متغیرهای محیطی و یک ویژگی خاک به
 های زمینشود. مدلسازی میبسته )تصادفی( مدلیک باقیمانده هم

 گیرند زیرا دارایر میبرداری خاک مورد استفاده قراآماری اغلب در نقشه
اول، امکان تفسیر  .( et al.,Radočaj 2022) مزایای متعددی هستند

ند. کفرآیندهای فیزیکی زیربنایی ارائه شده توسط مدل را فراهم می
د. این شوها انجام میسازی با توجه به همبستگی مکانی دادهثانیا، مدل

متغیرهایی مانند خاک که از مکانی به مکان دیگر متفاوت ویژگی برای 
دهد، بسیار حائز اهمیت میها همبستگی نشان میاست اما بین مکان

سازی وجود دارد. در گیری عدم قطعیت مدلباشد. سوم امکان اندازه
ار نیست و بینی تنها معیگیری پیشبسیاری از شرایط مانند یک تصمیم

برداری زمین آماری خاک، نقشه. باشدم قطعیت میهای عدنیاز به نقشه
ها عنوان مثال دادههای متعددی است. بههمچنین، دارای محدودیت

باید دارای توزیع نرمال، ثابت )میانگین و واریانس با واحد ثابت( و 
سازی (. همچنین مدلParamasivam, 2019باشند ) 4همسانگرد

طه غیرخطی بین یک ویژگی یا کلاس خاک و متغیرهای کمکی راب
                                                           

1- Lessivage 

2- Digital Soil Mapping 

3- scorpan 

های بیشتری دارد. در مناطق متقابل متعدد ساده نیست و چالش
غییرات تواند تناهمگن، مدل تغییرات مکانی )یعنی واریوگرام( نیز نمی

تدریجی و ناگهانی در تغییرات خاک را ثبت کند. در نهایت، اگر حجم 
آماری های زمینبینی زیاد باشد، مدلهای پیشنمونه و یا تعداد مکان

(. بنابراین Paramasivam, 2019از لحاظ محاسباتی ضعیف هستند )
های خاک و تقاضای کاربر، انطباق با این مفروضات در اغلب موارد داده

 کند. را به یک کار چالش برانگیز تبدیل می
برای مفید عنوان ابزاری به ،(ML)5ماشین رویکردهای یادگیری 

DSM باشندمی(2019 et al.,Padarian )،  های تکنیکوML  به
کنند های غیرخطی اشاره میهای مبتنی بر دادهدسته بزرگی از الگوریتم

روند، و کاوی و تشخیص الگو به کار میکه عمدتاً برای اهداف داده
 هایبندی در همه زمینهاکنون اغلب برای کارهای رگرسیون و طبقه

های بر خلاف روش .(Wang et al., 2020) شوندعلم استفاده می
زمین آماری که معمولاً برای برآورده کردن مفروضات تغییر مشاهدات 

فرضی را از توزیع مشاهدات ایجاد  MLهای اصلی لازم است، الگوریتم
توانند تعداد زیادی متغیرهای همچنین می MLهای کنند. الگوریتمنمی

 et al.,Wadoux ) نمایش اداره کنندعنوان پیشهمبسته متقابل را به

مبتنی بر داده در علم خاک  MLهای . با ظهور الگوریتم(2020
 Poppielسازی طبقات خاک )مدل مانندهای خاک بینی ویژگیپیش

et al., 2019( ذخایر کربن خاک ،)Gomes et al., 2019 ) بافت و
( افزایش یافته است. در همین راستا Malone & Searle, 2021) خاک

ای هی کاربرد الگوریتممطالعاتی توسط محققین داخلی برای توسعه
ها صورت پذیرفت که در آن برداری خاکیادگیری ماشین در نقشه

های ده از مدلبا استفا ( 2022et alSahraei ,.صحرایی و همکاران )
های رقومی ی نقشهبردار پشتیبان و جنگل تصادفی اقدام به تهیهماشین

اجزای بافت خاک در بخشی از اراضی دشت خوزستان نمودند و نتایج 
ردار بایشان بیانگر کارایی بالاتر مدل جنگل تصادفی نسبت به ماشین

 etپشتیبان بود. همچنین در مطالعه دیگری که موسوی و همکاران 

al., 2021) Mousavi) های یادگیری ماشین در ارزیابی کارایی مدل
بینی وضعیت شوری خاک در اعماق سطحی و زیرسطحی در پیش

پرداختند و نتیجه گرفتند که دو مدل کیوبیست و جنگل تصادفی نسبت 
های یادگیری ماشین مورد استفاده از کارایی بالاتری به سایر مدل

ای یادگیری هبنابراین باتوجه به پتانسیل بالای الگوریتمبرخوردار بودند 
ارا عنوان ابزاری کنما بهزمین_ماشین در مدلسازی و تفسیر روابط خاک

ا ههای کشاورزی کشور نیز نیاز به ارزیابی کارایی آندر سایر دشت
 .(et al., 2021) Mousavi شودمیاحساس 

 عنوانکلزا و یونجه بهاز آنجایی که محصولات زراعی گندم، جو، 

4- isotropic 

5- Machine Learning 
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این بهباشند، بنابرترین محصولات در الگوی کشت این دشت میاصلی
-عنوان یک منطقه استراتژیک در تولید محصولات کشاورزی لحاظ می

باشد دریافت اطلاعات صورت پیوسته تحت کشت میشود و سالانه به
ر روی ار بثیرگذأهای کلیدی و تدقیق از وضعیت پراکنش مکانی ویژگی

-بسیار مهم و ضروری می خاک ویژه بافتکیفیت و مدیریت خاک به

های خاک که بیانگر وضعیت تغییرات دلیل نبود نقشهباشد. همچنین به
باشند بنابراین پژوهش حاضر با هدف اجزای بافت خاک در منطقه می

 PSD بینی مکانیپیش های. تهیه نقشه1افزایش اطلاعات در مورد 
با مدل زمین  SVRو  RFهای یادگیری ماشین سه مدل. مقای2خاک 

 PSDران . شناسایی مهمترین متغیرهای پیش3ماری کوکریجینگ و آ
 متر(سانتی 30-60) و زیر سطحی متر(سانتی 30) در دو عمق سطحی

 مرودشت استان فارس انجام شد.بخشی از اراضی دشت در 
 

 هامواد و روش

 منطقه مورد مطالعه
واقع در شهرستان مرودشت  هحاضر منطقه مورد مطالعدر پژوهش 

کیلومتری شمال شهر شیراز مرکز استان فارس قرار  40ی در فاصله
هزار هکتار بخشی از منطقه دشت  50دارد، که دارای مساحت حدود 

 52° 41´ 35.82"های جغرافیایی باشد و در موقعیت طولمرودشت می
 29° 48´ 35.02"غرافیایی های جشرقی و عرض 52° 57´ 1.07"تا 
(. متوسط ارتفاع پ-1شکل شده است )شمالی واقع  30° 2´ 14.72"تا 

 1بندی ماهلرباشد. براساس طبقهمتر می 1600از سطح دریای آزاد نیز 
(Mahler, 1970 منطقه مطالعاتی دارای سه واحد فیزیوگرافی )ی اصل

بوده که های رسوبی ای و دشتهای دامنهشامل کوهستان، دشت
از (  2015et al.Zinck ,بندی ارائه شده توسط زینک )براساس طبقه

نمای اصلی شامل کوهستان، نظر ژئومورفولوژی در سه واحد زمین
 منطقه . برای تعیین اقلیمگیردای و دشت قرار میهای دامنهدشت

( 1371-1400ساله هواشناسی ) 30های دوره آماری مطالعاتی از داده
( استفاده 1398)سازمان هواشناسی کشور،  توسط ایستگاه سد درودزن

متر و میلی 63/287 این منطقهشد. میانگین بارندگی سالانه برای 
های باشد. رژیمدرجه سلسیوس می 80/17میانگین دمای سالانه نیز 

 ترتیب زریک و ترمیکهای منطقه مطالعاتی بهحرارتی خاک رطوبتی و
سول قرار سول و اینسپتیها در دوره رده اصلی انتیاست و این خاک

رسوبات آبرفتی، در منطقه مورد مطالعه اصلی خاک  مواد مادریدارند. 
به دوره  هاسنگ آهک، شیل و مارن خاکستری است که قدمت آن

های زمین شناسی از نقشه شناسیزمینرسد. اطلاعات کواترنر می
 ,Geology) ه استرقومی شده ایران جمع آوری شد 1:100000

2010.) 

 

                                                           
1- Mahler 

 اهیگبرداری و مطالعات آزمایشنمونه

برداری نقطه نمونه 200پس از تعیین منطقه مورد مطالعه، موقعیت 
استفاده از روش ابرمکعب  با 4.1.3ی نسخه Rافزار در منطقه توسط نرم

ای از متغیرهای محیطی مستخرج از مدل رقومی و دستهلاتین مشروط 
های سنجش از دور )عمق دره، شاخص بافت پستی و ارتفاع و داده

بلندی، شاخص خیسی توپوگرافی، شاخص رس و شاخص تفاضلی 
(. Minasny et al., 2006تعیین گردید )پوشش گیاهی نرمال شده( 

نمونه از دو عمق  200های خاک، عبارت بهتر، برای مدلسازی ویژگیبه
در منطقه مطالعاتی برداشته شدند.  مترسانتی 60تا  30و  30صفر تا 

ها به آزمایشگاه منتقل شده، هوا خشک گردیده و از الک سپس نمونه
خاک به روش متر عبور داده شدند. در نهایت، اجزای بافت دو میلی

 .گیری گردیدهیدرومتر، اندازه
 

 مراحل تحقیق

روند تهیه نقشه اجزای بافت خاک در منطقه مطالعاتی در پنج گام 
آوری اطلاعات برداری و جمعنمونه -1اصلی طراحی شد که شامل: 

مدلسازی اجزای  -2خاک و متغیرهای محیطی از منطقه مطالعاتی، 
 های یادگیری ماشینمتغیرهای محیطی، روشبافت خاک با استفاده از 

 -4ها در منطقه مطالعاتی، اعتبارسنجی کارایی مدل -3و زمین آماری، 
بینی اجزای بافت خاک براساس بهترین مدل مکان تهیه نقشه پیش

افت بینی اجزای بتعیین مهمترین فاکتورهای محیطی در پیش -5مبنا، 
  خاک.
 

 اهمتغیرهای محیطی و انتخاب آن

کننده اجزای بافت خاک در هر لایه، منظور شناسایی عوامل کنترلبه
متغیرهای مختلفی براساس مدل اسکورپن )خاک، اقلیم، موجودات زنده، 

 Mcمواد مادری، پستی و بلندی، سن و موقعیت مکانی( انتخاب شدند )

Bratney et al., 2003 استفاده شده در این پژوهش (. متغیرهای محیطی
ای از نمایندگان فاکتورهای خاکساز هستند که تا شامل مجموعه گسترده

ین ا حد ممکن از منابع با حداقل هزینه و با دسترسی بالا تهیه گردیدند.
ها شامل مشتقات اولیه و ثانویه متغیرها برحسب فراوانی و امکان تهیه آن

از دور بودند. متغیرهای محیطی های سنجش مدل رقومی ارتفاع، شاخص
 SAGA GISافزار پستی و بلندی از مدل رقومی ارتفاع با استفاده از نرم

جهت بررسی تغییرپذیری مکانی اجزای بافت  استخراج شدند. 4. 7نسخه 
ی زمانی مطالعات میدانی مربوط به بازه 8خاک از تصویر ماهواره لندست 

متر استفاده گردید همچنین  30نی با قدرت تفکیک مکا 1400مرداد ماه 
های مورد نظر تصحیحات رادیومتری بر روی قبل از استخراج شاخص

های سنجش از دور نیز در محیط تصاویر انجام گردید. در نهایت شاخص
 تهیه گردیدند. 3/5نسخه  ENVIافزار نرم
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 بردارینقاط نمونه هایو محل منطقه مورد مطالعاتی -1 شکل

Figure 1- The location of study area and sampling points 
 بینی اجزای بافت خاکل استفاده برای پیشبمتغیرهای محیطی قا -1جدول  

 Table 1- The applied environmental covariates for predicting soil texture particles 

References 
 منابع

Covariates 
 متغیرهای محیطی

Abbreviation 
 علامت اختصاری

Formula 
 فرمول

Source 

 منشاء

U.S. Geology 

Survey 2014 

Normalized different vegetation 

index 

یاهیمختلف گ یهاشده گونهشاخص نرمال  
NDVI  (NIR+Red)/(NIR−Red) 

 

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Renormalized difference 

vegetation index 
مختلف  یهاشده گونهنرمال مجدد شاخص

یاهیگ  

RDVI 
(NIR+Red+L)/(NIR−Red) 

 

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Band 2 of Landsat 8 
8لندست  2باند   

Blue 
 آبی

Landsat 8 image individual band 
یباند فرد 8لندست  ریتصو  

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Band 3 of Landsat 8 
8لندست  3باند   

Green 
 سبز

Landsat 8 image individual band 
یباند فرد 8لندست  ریتصو  

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Band 4 of Landsat 8 
8لندست  4باند   

Red 
 قرمز

Landsat 8 image individual band 
یباند فرد 8لندست  ریتصو  

RS 
 سنجش از دور



 929      برداری رقومی اجزای بافت خاک با استفاده از رویکردهای یادگیری ماشین و متغیرهای محیطینقشه ،خسروانی و همکاران

 

U.S. Geology 

Survey 2014 

Band 5 of Landsat 8 
8لندست  5باند   

Near infrared 
به فروسرخ کینزد  

Landsat 8 image individual band 
یباند فرد 8لندست  ریتصو  

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Band 6 of Landsat 8 
8لندست  6باند   

Short-wave infrared-1 
1 -فروسرخ کوتاه موج   

Landsat 8 image individual band 
یباند فرد 8لندست  ریتصو  

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Band 7 of Landsat 8 
8لندست  7باند   

Short-wave infrared-2 
2 -فروسرخ کوتاه موج   

Landsat 8 image individual band 
یباند فرد 8لندست  ریتصو  

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Wetness brightness difference 

index 
رطوبت ییشاخص تفاوت روشنا  

WBDI (NIR−SWIR)/(NIR+SWIR) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Normalized difference salinity 

index 
یتفاوت شورشده شاخص نرمال  

NDSI (Green−SWIR)/(Green+SWIR) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Normalized difference moisture 

index 
شده تفاوت رطوبتشاخص نرمال  

NDMI (NIR−SWIR)/(NIR+SWIR) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Brightness Index 
ییشاخص روشنا  

BI / 3  ( Red+Green+Blue) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Gypsum Index 
  شاخص گچ

GI (SWIR1−SWIR2)/(SWIR1+SWIR2) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Clay Index 
  شاخص خاک رس

CI (SWIR1−SWIR2)/(SWIR1+SWIR2) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Carbonate Index 
  شاخص کربنات

CI (SWIR1−SWIR2)/(SWIR1+SWIR2) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Ratio Vegetation Index 
یاهیشاخص نسبت گ   

RVI Red / NIR 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Enhanced Vegetation Index 
شدهتیتقو یاهیشاخص گ   

EVI 
G× (NIR−Red) / (NIR+C1×Red−C2

×Blue+L) 

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Green-Red Vegetation Index 
قرمز-سبز یاهیشاخص گ   

GVI (Green−Red)/(Green+Red) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Differenced Vegetation Index 
 شاخص تفاوت گیاهی

DVI 
NIR−Red 

 

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Infrared Percentage Vegetation 

Index 
 شاخص درصد گیاهی مادون قرمز

IPVI (NIR−SWIR)/(NIR+SWIR) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Iron Oxide Ratio 
آهن دینسبت اکس   

IOR  
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Soil Adjusted Vegetation Index 
خاک یشده برا میتنظ یاهیشاخص گ   

SVI (NIR−Red)/ (NIR+Red+L) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Modified Soil Adjusted 

Vegetation Index 
 یبرا افتهی رییشده تغ میتنظ یاهیشاخص گ

  خاک

MSAVI 
)/2(2∗NIR+1−(2∗NIR+1)2−8∗(NIR−

Red ))  

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Perpendicular Vegetation Index 
یعمود یاهیشاخص گ   

PVI (Green−Red)/(Green+Red) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Structure Insensitive Pigment 

Index 
 شاخص حساس به ساختار پیگمان

SIPI  
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Modified Normalized Difference 

Water Index 
شده تغییر یافتهشاخص آب تفاوت نرمال  

MNDVI (Green−SWIR)/(Green+SWIR) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Enhanced Vegetation Index 
شدهتیتقو یاهیشاخص گ   

EVI 
G×(NIR−Red)

/(NIR+C1×Red−C2×Blue+L) 

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Soil Adjusted Vegetation Index 
خاک یشده برا میتنظ یاهیشاخص گ   

SAVI  
RS 

 سنجش از دور
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U.S. Geology 

Survey 2014 

Bare Soil Index 
پوشانشاخص خاک بی  

BSI  
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Index-Based built-up Index 
های مبتنی بر ایندکسشاخص ساخت  

IBI  
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Enhanced Vegetation Index 2 
2شدهشاخص گیاهی تقویت  

EVI 2 (NIR−Red)/ (NIR+2.4×Red+1) 2.5× 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Visible Atmospherically 

Resistance Index Green 
سبز -شاخص مقاومت اتمسفری قابل رؤیت   

VARIgreen 
 (Green−Red)/ (Green+Red−Blue) 

 

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Green Normalized Difference 

Vegetation Index 
شده تفاوت سبزشاخص گیاهی نرمال  

GNDVI (NIR−Green)/(NIR+Green) 
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Tasseled cap wetness 
  TCW  رطوبت تسلد کپ

RS 
 سنجش از دور

U.S. Geology 

Survey 2014 

Tasseled cap greenness 
 سبزی تسلد کپ

TCG  
RS 

 سنجش از دور

U.S. Geology 

Survey 2014 

Normalized Ratio Vegetation 

Index 
شده نسبت گیاهیشاخص نرمال  

NRVI NIR/Red 
RS 

 سنجش از دور

Olaya (2004) 
Wind Effect 

  WE تاثیر باد
DEM 

 نقشه رقومی ارتفاع

Olaya (2004) 
Analytical Hillshading 

  AH تظلیل تحلیلی
DEM 

 نقشه رقومی ارتفاع

Olaya (2004) 
Aspect 

 جهت
Aspect  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Catchment Area 

ی آبگیرمنطقه  
CA  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Catchment Slope 

 شیب حوضه
CS  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Channel Direction 

 جهت رودخانه یا راهروی آبی
CD  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Channel Network Base Level 

 سطح پایه شبکه رودخانه
CNBL  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Channel Network Distance 

  CND فاصله شبکه رودخانه
DEM 

 نقشه رقومی ارتفاع

Olaya (2004) 
Channel Network 

 شبکه رودخانه
CN  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Closed Depressions 

شوندهیا تسلیمات بستهتسلیمات بسته   
CD  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Convergence Index 

 شاخص همگرایی
CI  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Diffuse Insolation 

  Diffuse تشعشع پراکنده
DEM 

 نقشه رقومی ارتفاع

Olaya (2004) 
Direct Insolation 

میتشعشع مستق  
DI  

DEM 
رقومی ارتفاعنقشه   

Olaya (2004) 
Flow Directions 

انیجهات جر  
FD  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Geomorphons 

  Geomorphons ژئومورفونز
DEM 

 نقشه رقومی ارتفاع

Olaya (2004) 
Landforms 

هاشکلنیزم  
Landforms  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
LS Factor 

و شیبفاکتور طول   
LS Factor  

DEM 
 نقشه رقومی ارتفاع
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Olaya (2004) 
Mass Balance Index 

 شاخص تعادل جرم
MBI  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Modified Catchment Area 

افتهی رییتغ ریآبگ هیناح  
MCA  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) MRRTF MRRTF  
DEM 

 نقشه رقومی ارتفاع

Olaya (2004) 
Plan Curvature 

مسطح یانحنا  
PC  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Relative Slope Position 

بیش ینسب تیموقع  
RSP  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Slope Height 

بیارتفاع ش  
SH  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Slope 
 شیب

Slope  
DEM 
ارتفاع نقشه رقومی  

Olaya (2004) 
Standardized Height 

  SH ارتفاع استاندارد
DEM 

 نقشه رقومی ارتفاع

Olaya (2004) 
Stream Power Index 

 شاخص توان جریان
SPI  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Surface Area 

  SA مساحت سطح
DEM 

 نقشه رقومی ارتفاع

Olaya (2004) 
Watershed Basins 

 حوضه آبخیز
WB  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Wind Exposition 

 جهت باد
WE  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Valley depth (m) 

 عمق دره
VD  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 

Multiresolution index of valley 

bottom flatness 
بالا شاخص همواری دره با درجه وضوح  

MRVBF  
DEM 

 نقشه رقومی ارتفاع

Olaya (2004) 
Normalized Height 

شدهارتفاع نرمال  
NH  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Midslope position 
  MS موقعیت میانی انحدار

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Terrain surface texture 

  TE بافت سطح زمین
DEM 

رقومی ارتفاعنقشه   

Olaya (2004) 
Slope gradient 

 شیب افقی
SG  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 

Vertical Distance to Channel 

Network 
 فاصله عمودی تا شبکه رودخانه

VDCN  
DEM 

 نقشه رقومی ارتفاع

Olaya (2004) 
Solar radiation or insolation 

  SROI تابش خورشیدی
DEM 

رقومی ارتفاعنقشه   

Olaya (2004) 
Convexity 

 خمیدگی
Convexity  

DEM 
 نقشه رقومی ارتفاع

Olaya (2004) 
Topographic Wetness Index 

 شاخص توپوگرافیک رطوبت
TWI  

DEM 
 نقشه رقومی ارتفاع

 

S= soil properties ویژگی خاک ، O=organism موجودات زنده،  R=relief پستی و بلندی، LAB=laboratory analysis آنالیزهای آزمایشگاهی 

DEM=Digital elevation model رقومی ارتفاع نقشه،  RS=Remote sensing سنجش از دور. 
 

 
که در نهایت فرمت  1 جدولمتغیر محیطی تهیه شد  75در مجموع، 

متر،  30رستری مربوط به تمام متغیرهای محیطی با اندازه سلول 
ی ادست آمده از تصاویر ماهوارهمتناسب با اندازه سلولی متغیرهای به

اد بستگی زیتعداد بالای متغیرهای محیطی باعث ایجاد هم یکسان شد.
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 شود که نتیجه آن، کاهش سرعت محاسبات و کاهشها میبین آن
زی ساباشد. برای مدلبینی کننده میهای پیشصحت و اعتبار مدل

 هایبرداری رقومی، علاوه بر دادهتغییرات اجزای بافت خاک در نقشه
های کمکی مشتق شده از مدل رقومی ارتفاع و مشاهداتی نیاز به داده

متغیر پستی و بلندی و  39باشد. بدین منظور ای نیز میتصاویر ماهواره
ای هغیر سنجش از دور استخراج گردید. با توجه به حجم زیاد دادهمت 36

ینی بعنوان متغیرهای پیشموجود برای استفاده در فرآیند مدلسازی، به
کننده از روش فاکتور تورم واریانس و الگوریتم باروتا در نرم

ترین مجموعه داده از میان برای انتخاب مناسب  SPSS(V.20)افزار
محیطی تهیه شده و انتخاب متغیرهای محیطی بهینه های کل متغیر

 باشد.برای اجرای مدل با ارائه کمترین خطا ضروری می
 

 سازی مکانیمدل

 (1)سناریو  سازی زمین آمارمدل

زمین  سناریو اول صورت پذیرفته در پژوهش حاضر به بررسی روش
 Cmآماری برای برآورد اطلاعات اجزای بافت خاک در اعماق سطحی )

( در منطقه مورد مطالعه پرداخته شد. Cm60-30( و زیر سطحی )30-0
 Arc GISافزار تمامی آنالیزهای مورد استفاده در این بخش توسط نرم

-براساس روش کو  Geostatistical Analystبخش  10.8نسخه 
و متغیرهای محیطی  صورت پذیرفت (Co-Kriging)کریگینگ 

 .ارائه شده است 2جدول روش در  با این PSDبینی منتخب برای پیش
( برای استفاده در Covariatesهمچنین متغیرهای محیطی یا کمکی )

ابل ق روش کوکریجینگ به روش همبستگی پیرسون انتخاب گردیدند.
های زمین آماری بهتر است اشاره است که قبل از انجام برازش روش

ها اطمینان حاصل شود که در این ها دادهادهکه از نرمال بودن توزیع د
به  -3+ تا 3 و افراشتگی بین  -1+ تا 1پژوهش مقادیر چولگی بین 

 عنوان مبنا قرار گرفت. ها بهمنزله نرمال بودن توزیع داده

 

 (2)سناریو  سازی یادگیری ماشینمدل

سازی های یادگیری ماشین که در مدلبراساس فراوانی مدل
باشند، در تحقیق حاضر تلاش شده خاک قابل استفاده میهای ویژگی

سازی اجزای بافت خاک در دو عمق ها در مدلاست تا کارایی این مدل
مورد نظر در منطقه مطالعاتی، مورد ارزیابی قرار گیرد و در نهایت از بین 

ده، شبینی کننده و متغیرهای محیطی بهینه انتخابهای پیشمدل
نی کننده اجزای بافت خاک به همراه متغیرهای بیبهترین مدل پیش

دست آوردن ویژگی مورد پژوهش در شده برای بهمحیطی بهینه انتخاب
 ,.Bi at alمنطقه مطالعاتی نیز استفاده گردید. مدل جنگل تصادفی )

ی های درختهای یادگیری ماشین مبتنی بر سامانه( یکی از مدل2004
رداری ها در نقشه بعنوان یکی از پرکارترین الگوریتمامروزه بهاست که 

نحوه آموزش مدل  ،(Beriman, 2001) شودرقومی خاک محسوب می
وسیله روش ای است که در آن هر درخت بهگونهجنگل تصادفی، به
صورت تصادفی ای از درختان بهاز میان مجموعه جایگزینی با تکرار

بینی کننده نیز بر های پیشو زیرمجموعه بیندانتخاب و آموزش می
 گردند.صورت تصادفی انتخاب میاساس قوانین تقسیم گره به

 
 
 
 
 
 
 

متغیرهای منتخب برای روش زمین آماری کوکریجینگ -2جدول   

Table 2- The selected covariates for Co-Kriging geostatistics method 

Soil properties 
های مورد مطالعاتیویژگی  

Depths  
 اعماق

Covariates 1 
1متغیر محیطی   

Covariates 2 
2متغیر محیطی   

Covariates 3 
3متغیر محیطی   

Sand 
 شن

0-30 
Watershed Basins 

های آبخیزحوضه  
MRRTF 

Valley depth 
 عمق دره

30-60 
Valley depth 

 عمق دره
Watershed Basins 

های آبخیزحوضه  
 

Silt 
 سیلت

0-30 
Watershed Basins 

های آبخیزحوضه  

Valley depth 

 MRRTF عمق دره

30-60 
Watershed Basins 

های آبخیزحوضه  

Slope 
 شیب

Valley depth 
 عمق دره

Clay 
 رس

0-30 
Convergence index 

 شاخص همگرایی

Watershed Basins 
های آبخیزحوضه  

Valley depth 
درهعمق   

    

30-60 
Valley depth 

 عمق دره

Watershed Basins 
های آبخیزحوضه  

Slope 
 شیب
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 ، تعداد درختان در هر جنگلRF در حین فرآیند اجرای مدل

(ntree) و تعداد متغیرهای مورد استفاده برای رشد هر درخت (mtry) ،
باشند. در این می RF پارامترهای تنظیمی مدلترین عنوان مهمبه

 ارکردک کنندهتنظیم و اصلی فاکتورهای سازیتحقیق جهت بهینه
عدد در دامنه  50با فاصله هر  (ntree) ترتیب تعداد درختانبه  RFمدل
عدد درخت و تعداد متغیرهای  100درخت با فاصله  1000تا  100

 بر اساس حداقل مقدار خطامحیطی قابل استفاده برای رشد هر درخت 

RMSE بر اساس بسته تخصصی"random forest"  در محیط نرم
مدل  (.Friedman & Meulman, 2003) تعیین گردیدند R افزار

بردار پشتیبان میدیگر مورد استفاده در این پژوهش رگرسیون ماشین
الگوریتمی است که رابطه میزان ورودی و خروجی  باشد، این روش

های آموزش، تخمین های موجود و یا دادهسیستم را از روی نمونهیک 
(. تمامی فرآیندهای مدلسازی در محیط Bi et al., 2004) زندمی
 صورت پذیرفت.  Rstudio 1.0.136 افزارنرم

 

 سازیاعتبارسنجی نتایج مدل

ورد م رییادگیری ماشین و زمین آما هایفرایند اعتبارسنجی مدل
صورت پذیرفت و صحت  هادرصد کل داده 20با استفاده از  استفاده

ریشه  (،2Rهای آماری ضریب تبیین )ها با استفاده از شاخصمدل
( و درصد اختلاف نسبی nRMSEنرمال شده میانگین مربعات خطا )

(RPD 3و  2، 1( محاسبه شد )روابط )(Rossel & McBratney, 

2008.)  
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مقـدار مشاهداتی،  Oiبـرداری، تعداد نقاط نمونه n که در روابط بالا،

�̅�   میانگین مقادیر مشاهداتی وPi  ،مقدار تخمین زده شده متغیرSD 
ریشه دوم میانگین  RMSEانحراف استاندارد مقادیر مشاهداتی 

 مربعات خطا.
RPD تر نشان دهنده تطابق بهتر بین مقادیر مشاهداتی و پایین

بندی دقت توان برای طبقهرا می RPDبینی شده است. مقادیر پیش
 صورت زیر استفاده کرد:بینی بهیک روش پیش

دقت  RPD> 2 ≥ 1دقت ضعیف، میزان  RPD < 1میزان 

 3دارای دقت رضایت بخش، میزان  RPD> 3 ≥ 2میزان  متوسط، 
≤ RPD> 4  4دارای دقت خوب و میزانRPD ≥   دارای دقت عالی

 .( et al.,Sørensen 2004باشد )می
 

 نتایج و بحث

 خلاصه آماری اجزای بافت خاک

گیری شده در دو عمق خلاصه آماری اجزای بافت خاک اندازه
شده است.  ارائه 3ل جدوسطحی و زیر سطحی منطقه مورد مطالعه در 

و بیشترین میزان آن  45/10و  21/10ترتیب کمترین میزان رس به
گیری درصد در عمق سطحی و زیر سطحی اندازه 36/63و  32/65

درصد است.  61/35و  91/37ها شد. میانگین رس در تمام نمونه
 02/26و در عمق زیر سطحی  65/25میانگین شن در عمق سطحی 

که بیشترین میزان آن در عمق سطحی طوریگیری شد. بهدرصد اندازه
عمق زیرسطحی و برابر درصد و کمترین مقدار آن در  54/68و برابر با 

درصد است. بیشترین و کمترین مقدار سیلت در عمق  76/3با 
درصد  37/38با میانگین  91/4و  13/76ترتیب برابر با زیرسطحی و به

تغییرپذیری شن در  (Wilding, 1985) بندیاست. براساس طبقه
( بوده و رس و سیلت دارای درصد 35منطقه مورد مطالعه زیاد )بیش از 

زراعت پیشه و همکاران باشند. درصد( می 35-13تغییرپذیری متوسط )
(Zeraatpisheh et al., 2020)  نیز میانگین رس در استان فارس را
درصد( گزارش کردند.  1/20درصد و تغییرپذیری آن را متوسط ) 9/37

نیز گزارش کردند که  (Tashayo et al., 2020تشیع و همکاران )
 میانگین شن در مرودشت استان فارس بیشتر از رس و سیلت است.

 

 انتخاب متغیرهای کمکی محیطی

 وسطتترین متغیرهای کمکی با استفاده از آزمون هم خطی مناسب
باروتا  ( و سپس رویکرد انتخاب متغیرVIFشاخص تورم واریانس )

ارائه شده است. چهار متغیر  2 شکلو  4جدول در  و ندانتخاب شد
( TWI(، شاخص رطوبت پستی و بلندی )TE(، بافت )VDعمق دره )

( مربوط به پارامترهای ژئومرفومتری و متغیر CMو شاخص رس )
( مربوط به NDVIشده )نرمالشاخص تفاضلی پوشش گیاهی 

جابجایی ذرات ریز . (4جدول ) باشندهای سنجش از دور میشاخص
 Swainخاک ارتباط نزدیکی با توپوگرافی منطقه مورد مطالعه دارد )

et al., 2021 .)مصلح ( و همکارانMosleh et al., 2016و )  موسوی
بیان نمودند که پارامترهای  (Mousavi et al., 2019) و همکاران

عنوان متغیرهای توانند بهشده از مدل رقومی ارتفاع میاستخراج
سازی کلاس و خصوصیات خاک محسوب محیطی مناسب در مدل

 شوند. 
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 خلاصه آماری اجزای بافت خاک در منطقه مطالعاتی در دو عمق سطحی و زیرسطحی -3 جدول

Table 3- Statistical summary of Soil Texture Particles in study area at surface and subsurface depths 
 اجزای بافت خاک

Soil texture 
 اعماق

Depths 
 میانگین

Mean 

 حداقل

Min 

 حداکثر

Max 

 معیار فانحرا

SD 
 %ضریب تغییرات

CV 
Sand 

 شن

0-30 25.6 8.50 68.54 11.2 0.45 

30-60 26.0 3.76 66.06 12.58 0.48 

Silt 
 سیلت

0-30 36.4 10.13 70.66 10.7 0.29 

30-60 38.3 4.91 76.13 10.69 0.30 

Clay 
 رس

0-30 37.9 10.21 65.32 9.78 0.25 

30-60 35.6 10.45 63.36 9.90 0.25 

CV: Coefficient of variation, SD: Standard deviation, Max: Maximum, Min: Minimum 
 

 بینی مکانی اجزای بافت خاکمتغیرهای کمکی محیطی مورد استفاده در پیش -4جدول 

Table 4- Environmental covariates used in Soil Texture Particles spatial prediction 
 منبع

Source 
 متغیرکمکی محیطی

Environmental variable 
 نماد

 Symbol  
 (scorpan)ساز فاکتور خاک

Soil Forming Factor 

ارتفاعمدل رقومی   

Digital elevation model 

 عمق دره

Valley depth VD پستی و بلندی 
Topography (r) 

بلندیشاخص بافت پستی و   
Terrain surface texture 

TE پستی و بلندی 
Topography (r) 

پستی و بلندی خیسیشاخص   

Topographic wetness Index TWI پستی و بلندی 
Topography (r) 

 شاخص رس
Clay Index CI پستی و بلندی 

Topography (r) 
از دور  داده های سنجش  

Remote sensing 
شدهنرمال شاخص تفاضلی پوشش گیاهی  

Normalized differences vegetation index NDVI زیستی 
Organism (O)  

r  وo ترتیب نشانگر فاکتورهای پستی و بلندی و زیستی در مدل بهscorpan .هستند 
r, p represents topography and organism factors in the scorpan model, respectively. 
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 بینی مکانی اجزای بافت خاککمکی محیطی مورد استفاده در پیش متغیرهای -2 شکل

Figure 2- Environmental covariates used in Soil Texture Particles spatial prediction 
 

های سنجش از همچنین مطالعات مختلف گزارش نمودند که داده
برداری رقومی خاک مطالعات نقشهدور در سطح جهانی و محلی در 

 Chen etو همکاران ) چن (.Hengl et al., 2017موفق بوده است )

al., 2022)  نشان دادند که استفاده از مدل باروتا برای انتخاب
جر های انتخاب متغیر منمتغیرهای محیطی کمکی نسبت به سایر مدل

 آلی خاک شد.بینی کربن( کمتر برای پیشRMSEبه خطا )
 

 هامقایسه ارزیابی عملکرد مدل

( و RFهای یادگیری ماشین جنگل تصادفی )عملکرد مدل
-Coآماری کوکریجینگ )( و مدل زمینSVRرگرسیون بردار پشتیبان )

kriging 2( با استفاده از سه شاخص آماریR ،nRMSE  وRPD 
بینی شن در عمق سطحی برای پیش 2R(. مقادیر 5 جدولمحاسبه شد )
 16/0و  16/0، 54/0ترتیب به Co-Krigingو  RF، SVRتوسط مدل 

درصد محاسبه  06/0و  15/0، 36/0ترتیب و برای عمق زیرسطحی به
 48/0ترتیب برابر با به RFبرای  2Rبینی سیلت میزان شد. برای پیش

-Co، و برای 06/0و  10/0ترتیب برابر با به SVR، برای 64/0و 

Kriging در دو عمق سطحی و زیر  01/0و  002/0ترتیب برابر با به
و  2R 52/0با  RFبینی رس نیز مدل سطحی به دست آمد. برای پیش

نشان  RPDو  nRMSEبهترین عملکرد را دارد. مقایسه نتایج  49/0
 16/0ترتیب برابر با به nRMSEرس ) بینیبرای پیش RFداد که مدل 

مشابه  متوسطو دقت  متوسط( دارای عملکرد RPD> 2 ≥ 1و  27/0و 
 ≥ 1و  24/0و  19/0ترتیب برابر با به nRMSEبینی سیلت )پیش با

RPD> 2 ) و دقت رضایت بخش و شن )بودnRMSE 32/0ترتیب به 
د ر از خونیز عملکردی شبیه دو ویژگی دیگ( RPD> 2 ≥ 1و  42/0و 

( که  et al.,Sørensen  2006; et al.,Wallach 2004) نشان داد
تواند به علت تغییرپذیری کمتر رس نسبت به سیلت و شن باشد می

بینی شن و رس در عمق سطحی دارای طور کلی پیشبه. (5جدول )
 ودقت بالاتر نسبت به عمق زیرسطحی است که با نتایج لوئیزو 

  مطابقت داشت. ( 2019al etLoiseau ,.همکاران )
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سطحی در منطقه مورد و زیرادگیری ماشین برای اجزای بافت خاک در عمق سطحی یهای نتایج اعتبارسنجی مدل زمین آماری و مدل -5جدول 

 مطالعه
Table 5- Validation results of the geostatistics model and machine learning models for Soil Texture Particles at surface and 

subsurface depth in the study areas 

PRD nRMSE R2  عمق 

Depth (cm) 

بینی کنندهبهترین مدل پیش  
The best predictive model 

 ویژگی
Property 

 نتایج اعتبارسنجی در منطقه مطالعاتی 
1.35 0.32 0.54 0-30 

RF 

Sand 

 شن

1.15 0.42 0.36 30-60 
0.70 0.62 0.16 0-30 SVR 

 0.56 0.86 0.15 30-60 

0.45 0.97 0.16 0-30 
Co-kriging 

0.55 0.87 0.06 30-60 

1.47 0.19 0.48 0-30 
RF 

Silt 

 سیلت

1.21 0.24 0.64 30-60 

0.90 0.32 0.10 0-30 SVR 

 0.83 0.34 0.06 30-60 

0.34 0.86 0.002 0-30 
Co-kriging 

0.31 0.90 0.01 30-60 

1.67 0.16 0.52 0-30 
RF 

Clay 

 رس

1.01 0.27 0.49 30-60 

0.95 0.27 0.08 0-30 SVR 

 1.03 0.27 0.11 30-60 

0.56 0.46 0.04 0-30 
Co-kriging 

0.42 0.66 0.07 30-60 

 
نیز اعلام کردند  (Shahriari et al., 2019و همکاران )شهریاری 

دارای عملکرد بهتری برای آماری های زمیننسبت به مدل RFکه مدل 
اند روابط تویممدل جنگل تصادفی  بینی شن، سیلت و رس است.پیش

را به خوبی در خاک  یهایژگیو و متغیرهای محیطی نیب یخطریغ
بینی لحاظ نماید همچنین قادر است تا با حین فرآیند مدلسازی و پیش

ماید ری نهای پرت از بروز بیش برازش و کم برازش جلوگیمدیریت داده
(Azizi et al., 2023; Khosravani et al., 2023a) . نتایج موسوی

 RFنیز بیانگر دقت بالای مدل  (Mousavi et al., 2020و همکاران )
آلی، کربنات های سطحی خاک شامل کربنبینی ویژیبرای پیش

کلسیم معادل، رس و سیلت نسبت به روش کریجینگ معمولی است. 
نیز نشان داد که  (2022al.,  et Sahraei)نتایج صحرائی و همکاران 

دارای عملکر ( SVM)1ماشین بردار پشتیبان  نسبت به مدل RFمدل 
دل ا اعلام کردند که مبینی اجزای بافت خاک است. آنهبهتر برای پیش

SVM تر مانندهای پیچیدهبه لحاظ تغییرپذیری نسبت به مدل RF ،
نسبت به  RF دهند، بنابراین مدل عدم قطعیت بیشتری را نشان می

د. باشبینی ذرات خاک دارا میدقت بالاتری را برای پیش SVMمدل 
میزان ( نیز نشان داد که Zhang et al., 2023و همکاران )ژانگ نتایج 

که میانگین طوریرس خاک و تنوع آن با عمق خاک افزایش می یابد. به

(، ضریب RMSE(، ریشه میانگین مربعات خطا )MAE)2خطای مطلق 

                                                           
1- Support Vector Machine 

2- Mean Absolute Error 

 95/6ترتیب از ( بهCCC)3( و ضریب همبستگی تطابق لین 2Rتعیین )
همچنین  درصد متغیر بود. 59تا  56و  46تا  42، 3/11 تا 9/8، 74/8تا 

و  RPD 25/3( Tu¨msavas et al., 2019)همکاران  وتومساواش 
 بینی شن و سیلت گزارش کردند.را برای پیش 51/3

 

 اهمیت متغیرهای محیطی

یم MLهای بینی مدلدر پیشمهم  متغیرهای لیو تحل هیتجز
مجموعه داده مورد استفاده ارائه دهد  تیدر مورد ماه ییهانشیتواند ب
کمک کند.  زین ML یهاینیبشیپ ییکارا افزایش حال به نیو در ع

 یورود نیبه چند ازهایامت صیتخص انامک نیهمچن هایژگیو یبررس
 .را شناسایی کند یسازدر مدل راتییتغ نیترتا مهم کندرا فراهم می

مکانی  بینی تغییراتاهمیت متغیرهای محیطی استفاده شده برای پیش
شکل در  RFذرات خاک در اعماق سطحی و زیرسطحی توسط مدل 

درصد برای  65و  60با  VDنشان داده شده است. بر این اساس  3
 بینیدرصد برای پیش 70بینی شن در عمق سطحی و زیر سطحی، پیش

بینی رس در هر درصد برای پیش 65و  70سیلت در عمق سطحی و 
دو عمق سطحی و زیر سطحی دارای بیشترین اهمیت است. تنها برای 

دارای  TWIو  TEبینی سیلت در عمق زیرسطحی متغیرهای پیش
. این نتایج نشان (3شکل ) باشندمی VDاهمیت بیشتری نسبت به 

3- Lin’s Concordance Correlation Coefficient 
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ثر ؤکه متغیرهای توپوگرافی بر تغییرات مکانی ذرات خاک م دهدمی
باشند. این یافته با نتایج تقی زاده مهرجردی و همکاران می

(., 2023; et al Maleki; 2016 et al.,Mehrjardi ‐Taghizadeh

Khosravani et al., 2023b) ،و پهلوان راد و اکبری مقدم )
(Pahlavan-Rad & Akbarimoghaddam, 2018منطبق می )

ان آب جریباشد. توپوگرافی بر توزیع اندازه ذرات خاک عمدتا با کنترل 
t al.,e Mahmoudzadeh ) گذاردثیر میو حمل و نقل ذرات خاک تأ

( دریافتند که خاک Zhang et al., 2019ژانگ و همکاران ) (.2020
های توپوگرافی قرار دارد. در مطالعه سطحی به شدت در معرض کنترل

مهمترین عامل توپوگرافی است که توزیع ذرات خاک را  VDحاضر 
بیانگر فاصله عمودی در سطح پایه  VDثیر قرار داده است. أتحت ت

شبکه کانال است، بنابراین عامل مهمی برای تعیین کمیت کنترل 
(. Lee et al., 2020) توپوگرافی در فرایندهای هیدرولوژیکی است
 & Pahlavan-Radپهلوان راد و اکبری مقدم، )

, 2018amAkbarimoghadd را مهمترین 1( فاصله تا شبکه آبراهه
 etJohn جان و همکاران ) بینی رس شناسایی کردند.متغیر در پیش

., 2020al متغیرهای محیطی )TWI  و حوزه آبریز را مهمترین
 راجاندهروما های خاک معرفی کردند.بینی ویژگیمتغیرهای برای پیش

نیز شاخص همواری  (Dharumarajan & Hegde, 2022) هگده و

عنوان مهمترین متغیر ( را بهMrVBF)2کف دره با درجه تفکیک بالا 
بینی توزیع مکانی ذرات خاک معرفی کردند. کایا و باشاقیت در پیش

(Başayiğit, 2021 &Kaya  بیان کردند ) که مدل رقومی ارتفاع و
اک بینی توزیع ذرات خمشتقات آن مهمترین متغیرهای محیطی در پیش

 است.
 

 توزیع مکانی ذرات خاک

  Cokrigingو  SVMنسبت به دو مدل  RFبا توجه به اینکه مدل 
بینی اجزای بافت خاک برخوردار بود بنابراین از دقت بالاتری برای پیش

نشان  4شکل در  RFهای توزیع مکانی ذرات خاک توسط مدل نقشه
سطحی  عمقدر  رسحداقل و حداکثر  4داده شده است. براساس شکل 

 42/20ترتیب زیر سطحی به عمقو در  57/52و  93/20به ترتیب 
کمترین مقدار رس در مشاهده گردید.  درصد( پ و ج 4 شکل) 94/54و

هر دو عمق سطحی و زیر سطحی در قسمت شمال منطقه مورد مطالعه 
که بیشترین مقدار آن در بخش غرب، مرکز تا بینی شد. در حالیپیش

 . جنوب وجود دارد
های رسد که پایین بودن مقدار رس در بخشنظر میچنین به

ر همراه اثسایش و رسوب بهشمالی وابسته به تأثیر فرآیندهای فر
ش که مناطق مرتفع و با ارتفاع بیشتر در بخطوریباشد، بهتوپوگرافی می

شمالی بوده که تلفیق اثر توپوگرافی و انتقال املاح منجر به کاهش 

                                                           
1- Channel Network Distance 

مقدار رس در مناطق شمالی و افزایش آن در مناطق جنوبی شده است. 
رهای اهمیت نسبی ی این الگوی پراکنش برای رس با نمودامشاهده

با  VDکه شاخص طوری( همراستا هست به2شکل و  ب 3شکل آن )
بالاترین میزان اهمیت بیشترین نقش را در تعیین الگوی پراکنش مکانی 

 ( 2012et al.Ließ ,رس ایفا نموده است، نتایج مشابهی نیز توسط )
 نما با افزایش ارتفاع وگزارش شد و بیان نمودند که مقدار رس در زمین

 یابد.  انحنای شیب افزایش می شیب کاهش و با
عمق سطحی و زیرسطحی( و سیلت نی شن )الگوی تغییرات مکا

یشترین و بروند مشابهی را نشان داد.  4شکل )عمق سطحی( براساس 
و  24/54و  14/15 سطحی عمقبینی شده در پیشمقدار شن کمترین 

و برای ( ب و ث 4شکل ) 17/55و  46/14ترتیب برابر با زیر سطحی به
( درصد الف 4شکل ) 60/73و  23/17سیلت در عمق سطحی برابر 

رس بیشترین مقدار شن در هر دو عمق در  . برخلافمشاهده گردید
ترین قسمت منطقه مورد مطالعه مشاهده گردید قسمت شمالی و مرتفع

و کمترین مقدار آن در نواحی پست منطقه مورد مطالعه مشاهده گردید. 
( روند تغییرات سیلت در ت 4شکل این نتایج در حالی است که طبق )

ناطق پست و باشد. متر میحی به الگوی رس مشابهعمق زیرسط
منطقه مورد مطالعه مرکزی  در قسمت یرسوب یدشت ها نیهمچن

ن توان بیان نمود که ایبنابراین می بودند. لتیس یادیز ریمقاد یحاو
تغییرات در دو عمق سطحی و زیرسطحی برای اجزای بافت خاک تا 

فرسایش و رسوب بوده که توزیع حد زیادی متاثر از توالی فرآیندهای 
در همین  دهد.نامنظمی از اجزای بافت را از سطح به عمق نشان می

قوی بین  طارتبا (Wilcke et al., 2008) ویلکی و همکاران راستا
ی مطالعاتی خود توصیف نمود و اجزای بافت خاک و ارتفاع در منطقه

ه ارتفاع با ته ببیان نمود که یک همبستگی مثبت بین پارامترهای وابس
شن و متعاقبا همبستگی منفی با مقدار رس وجود دارد. همچنین نتایج 

 ,Gessler et al., 2000; Ziadat)مشابهی توسط سایر محققین 

2005; Riza et al., 2021; Mousavi et al., 2023)  در مورد ارتباط
 فرآیندهای بین اجزای بافت خاک و تغییرات ارتفاع مشاهده شده است.

کنترل فرآیندهای فرسایش و رسوب بر روی مقادیر توپوگرافی، با 
ثر هستند و همچنین در مناطق مرتفع ؤپراکنش مکانی اجزا افت خاک م

)قله و شانه شیب( بیشترین مقدار شن و در مناطق پای شیب بیشترین 
 .مقدار رس وجود دارد

رنامهبعنوان متغیرهای کمکی در سایر به توانندیها منقشه نیا 
مربوط به مدیریت اراضی از قبیل تعیین آب قابل استفاده و  هایریزی

 (.Ostovari et al., 2021) حاصلخیزی خاک مورد استفاده قرار گیرند
 
 
 
 
 

2- Multi Resolution Index of Valley Bottom Flatness 
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Figure 3- Diagram of importance of environmental variables for predicting a. sand, b. silt and c. clay at surface and 

subsurface depth 
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شن زیرسطحی، ج( رس زیرسطحی  سیلت زیرسطحی ث( نقشه توزیع الف( سیلت سطحی، ب( شن سطحی، پ( رس سطحی، ت( -4 شکل

 RFبینی شده توسط مدل پیش

Figure 4- The distribution map of Sand, Silt and Clay predicted in the surface and subsurface depth by the RF model (From 

top right to bottom left). 
 

 گیرینتیجه

 های اجزای بافت خاکی نقشهپژوهش حاضر با هدف کلی تهیه
ها در ران آن)رس، سیلت و شن( و شناسایی مهمترین فاکتورهای پیش

های یادگیری ماشین و بخشی از اراضی دشت مروشت با کمک مدل
-Coو  SVRنسبت به مدل  RFزمین آماری انجام گردید. مدل 

Kriging 30بینی شن، سیلت و رس در هر دو عمق سطحی )در پیش 
ا بمتر( عملکرد بهتری داشت. سانتی 30-60و زیر سطحی ) متر(سانتی

)مانند رطوبت  یخاک که توسط عوامل متعدد یفیتوجه به پاسخ ط
 تیریمد ،یساختار راتاث ،یسطح، اثرات جو یزبر ،یخاک، مواد آل

های مشتق شده از مدل شود، دادهکنترل می( یشیخاک و پوشش رو
های سنجش از دور در عملکرد مدل برای رقومی ارتفاع همراه با داده

به VDکه متغیر طوریثر بود. بهؤبینی با دقت و صحت بیشتر مپیش
بینی توزیع مکانی ذرات خاک در منطقه عنوان مهمترین متغیر در پیش

وان در تمی ،ینیبشیدقت پ شیافزا یبرا اسایی شد.مورد مطالعه شن
و  آب یرهایمانند متغ یکمک یرهایمنابع متغ ریسااز  مطالعات آتی

رویکرد مورد استفاده  استفاده کرد. همچنین راداری یهاو داده ییهوا
 هایی نقشهتهیه یبراعنوان راهنمایی تواند بهدر این تحقیق می

 . استفاده قرار گیردمورد  پذیر خاک تیریمد
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