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Introduction  

Predicting river flow is one of the most crucial aspects in water resources management. Improving forecasting 
methods can lead to a reduction in damages caused by hydrological phenomena. Studies indicate that artificial 
neural network models provide better predictions for river flow compared to physical and conceptual models. 
However, since these models may not offer reliable performance in estimating unstable data, using preprocessing 
techniques is necessary to enhance the accuracy and performance of artificial neural networks in estimating 
hydrological time series with nonlinear relationships. One of these methods is wavelet transformation, which 
utilizes signal processing techniques. 

 

Materials and Methods  

In this study, to evaluate the efficiency of discrete and continuous wavelet types in the Wavelet-Artificial 
Neural Network (WANN) hybrid model for monthly flow prediction, a case study was conducted on the Kardeh 
Dam watershed in the northeast of Iran, serving as a water source for part of Mashhad city and irrigation 
downstream agricultural lands. Monthly streamflow estimates for the upstream sub-basin of the Kardeh Dam were 
obtained from the meteorological and hydrometric stations' monthly statistics over a 30-year period (1991-2020). 
The WANN model is a hybrid time series model where the output of the wavelet transform serves as a data 
preprocessing method entering an artificial neural network as the predictive model. The combination of wavelet 
analysis and artificial neural network implies using wavelet capabilities for feature extraction, followed by the 
neural network to learn patterns and predict data, potentially enhancing the models' performance by leveraging 
both methods. The 4-fold cross-validation method was employed for the artificial neural network model validation, 
where the model underwent validation and accuracy assessment four times, each time using 75% of the data for 
training and the remaining 25% for model validation. The final results were presented by averaging the validation 
and accuracy results obtained from each of the four model runs. To evaluate and compare the performance of the 
models used in this study, three evaluation indices, Nash-Sutcliffe Efficiency (NSE), Root Mean Square Error 
(RMSE), and Pearson correlation coefficient (R), were employed. 

 

Results and Discussion  
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The analysis of meteorological and hydrometric data in this study revealed that monthly streamflow in two 
time steps, T-1 and T-2, were the most effective predictive variables. Each of the two runoff variables of the 
previous month (Qt-1) and the previous two months (Qt-2) were analyzed by each of the Haar and Fejer-Korovkin2 
discrete wavelet transforms and the two continuous Symlet3 and Daubechies2 wavelets at three levels. The results 
of each level of decomposition was given as input to the ANN model. The presented results at each decomposition 
level indicated that hybrid models could accurately predict lower flows compared to the single ANN model, and 
the estimation of maximum values also significantly improved in the hybrid models. Among the wavelets used, 
Haar wavelets exhibited the weakest performance, and the less commonly employed Kf2 wavelet showed a 
moderate performance. Since the Haar and Fk2 wavelets, with their discrete structure, did not perform well in 
decomposing continuous monthly streamflow data, continuous wavelet models outperformed discrete wavelet 
models. The hybrid models, combining wavelet analysis and artificial neural networks, demonstrated up to an 11% 
improvement over the performance of the single neural network model. 

 

Conclusion  

Streamflow is a crucial element in the hydrological cycle, and predicting it is vital for purposes such as flood 
prediction and providing water for consumption. The objective of this research was to evaluate the performance 
of different types of discrete and continuous wavelet models at various decomposition levels in enhancing the 
efficiency of artificial neural network (ANN) models for streamflow prediction. Since climate and watershed 
characteristics can influence the nature of data fluctuations and, consequently, the results of the wavelet model 
decomposition, choosing an appropriate wavelet model is essential for obtaining the best results. Considering the 
existing variations in the results of different studies regarding the selection of the best wavelet type, it is suggested 
to use both continuous and discrete wavelet types in modeling to achieve the best predictions and select the optimal 
results. Given that a lower number of input variables in neural network models lead to higher accuracy in modeling 
results, it is recommended to perform decomposition at a two-level depth to reduce input components to the neural 
network model, thereby reducing the model execution time. 

 

Keywords: Artificial Neural Network, Continuous wavelet, Cross-validation, Discrete wavelet, Hybrid model, 
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 دهیچک

های کشاورزی، ریزی فعالیتبرنامه رینظ یاهداف یبرارواناب رودخانه  زانیم ینیبشیپای مهم در چرخه هیدرولوژیکی است، از این رو رواناب پدیده
ی هاه مدلب پژوهشگرانباعث شده  از دلایلی است که یکی های فیزیکی. پیچیده بودن مدلاست تیاهم حائز یمصرف آب نیتأمو  لابیس ینیبشیپ

با  مبناءداده یهامدل با رودخانه انیجر یسازمدل که شودیم سبب هاداده در یآمار راتییتغ وجود. آورند یرو مبناء و مبتنی بر هوش مصنوعیداده
 ییکارا یابیارز ،حاضر قیتحق هدف. ابدیارتقاء  انیجر ینیبشیدقت پ ،یقیتلف یسازلازم است با مدل لذامدل همراه باشد.  یریادگی ندیدر فرآ یمشکلات

 به یورود رودخانه کارده در ایستگاه ماهانه انیجر ینیبشیپ یبرا (WANN)ی شبکه عصب-موجک یبیمدل ترک در وستهیگسسته و پ یهاموجک انواع
 مدل با بیترک در Daubechies2 و Symlet3 وستهیپموجک  دو و Fejer-Korovkin2و  Haarگسسته  موجک دوبدین منظور، . است کارده سد

ANN دو گام  درماهانه  انیجرداد که  نشان( 1399-1370ساله ) 30دوره  کی در یدرومتریو ه یهواشناس یهاداده یبررس. گرفت قرار یابیارز مورد
روش  با هامدل ییکارا و انجام هیتجز سطح سه در یبیترک یزهایآنال. بودند( %95)در سطح اطمینان  کنندهینیبشیپ یرهایمتغ نیبهتر T-2و  T-1 یزمان

 مدلبودند و  ANNنسبت به مدل  یبالاتر دقت یدارا یبیترک یهامدل کهنشان داد  جینتا. گرفت قرار یابیارز موردسطح  4متقاطع در یسنجصحت
 بخش در NSEو  R، RMSE یهاشاخصکه یبطور داد،ارائه  هامدل رینسبت به سا یبهتر جی، نتا3سطح  در Symlet3-ANN یشنهادیپ یبیترک

 سه و دو سطح در جینتا دقت شد ملاحظه نیهمچنبود.  62/0و  30/0، 85/0 بیترتبه یسنجدر بخش صحت و 81/0 و 25/0 ،90/0 بیترتبه یواسنج
 . شود انجامدر سطح دو  هیمدل، تجز یو کاهش زمان اجرا ANNبه مدل  یورود یهالفهؤجهت کاهش م است بهترو  ندارند یمعنادار تفاوت

 
 گسسته موجک وسته،یپ موجک ،یدیبریه مدل متقاطع، یسنجصحت ،یمصنوع یعصب شبکه موجک، لیتبد: یدیکل هایواژه

 

 1مقدمه

 موضوعات نیترمهم از رودخانهرواناب  ینیبشیپ ر،یاخ سال چند در
 یهاروش به دنیبخش بهبود. است بوده آب منابع تیریمد حوزه در
 یهادهیپد از یناش خسارات کاهش به منجر انیجر ینیبشیپ
 یازسمدل یبراخواهد شد.  لابیو س یاز جمله خشکسال یکیدرولوژیه

 ندیآفر یو مفهوم یکیزیف یکردهایرو شامل یاصل کردیرو دورواناب 
 Ahooghalandari) دارد وجودمحور  داده یتجرب یکردهایو رو محور

et al., 2016 .)کردیدو رو نیا سهیمقا یبرا گرفته صورت مطالعات 
 (ANN) یمصنوع یشبکه عصب یهاکه مدل دهندیم نشان اغلب

                                                           
 ، مشهد، ایرانمشهد یدانشگاه فردوس ،یآب، دانشکده کشاورز یاستاد گروه علوم و مهندسو  اریاستاد ،ارشد یکارشناس یدانشجوترتیب به -3و  2، 1
 ( :Fmodaresi@um.ac.irEmail:                   مسئول سندهینو -*)

https://doi.org/10.22067/jsw.2024.86414.1371 

 رینظ یو مفهوم یکیزیف یهارا نسبت به مدل یبهتر یهاینیبشیپ
SWAT ،IHACRES ،MIKE 11 و ،HEC-HMS انیجر یبرا 
 ,.Jimeno-Sáez et al ؛Young et al., 2017) کنندیارائه م رودخانه

 و تارک(. Wagena et al., 2020؛ Ahmadi et al., 2019؛ 2018
با استفاده از شبکه  یقی( در تحقAwoke, 2023 & Tareke) آووک
 یالرودخانه و خشکس انیبلندمدت جر ینیبشیبه پ یمصنوع یعصب

 یمصنوع یعصبپرداختند و نشان دادند شبکه  یوپیدر ات یکیدرولوژیه
 یخوب یهمبستگ که است یمناطق در انیجر ینیبشیپ یبرا یخوب ابزار

 . تسین یاما در مناطق خشک مدل مناسب دارد وجود انیجر و بارش نیب
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ابزار پرکاربرد  کیعنوان به یمصنوع یعصب یهااگر چه از شبکه
مدل  نیاما ا شود،یاستفاده م یکیدرولوژیه یرهایمتغ ینیبشیپ یبرا

ارائه  یعملکرد قابل اعتماد داریناپا یهاداده نیممکن است در تخم
 یهابهبود دقت و عملکرد شبکه یبرا ن،ی(. بنابراOkkan, 2013ندهد )

با روابط  یکیدرولوژیه یزمان یهایسر نیدر تخم یمصنوع یعصب
 باشدیها مداده پردازششیپ یهاکیبه استفاده از تکن ازین ،یرخطیغ
(Dalkiliç & Hashemi, 2020 .)موجک لیتبد ،هاروش نیاز ا یکی 

 گرفته صورت مطالعات. بردیم بهره گنالیپردازش س کیتکن ازکه  است
موجک درباره رفتار و  لیاطلاعات حاصل از تحل که دهدیم نشان

 ینیبشیرا در پ یقموف یهاینیبشیپ ،مشاهده شده یهایساختار سر
 ,.Danandeh Mehr et al) است داده ارائه یکیدرولوژیه یهایسر

2020 ; Sithara et al., 2020 ; Abda et al., 2021از  یاری(. بس
ی نوعمص یموجک و شبکه عصب لیتحلمدل ترکیبی مطالعات با مدل 

(WNN) اند؛افتهیدست  یموفق یهاینیبشیبه پ رد،یگیشکل م 
پردازش موجک  شیاز پ (Siddiqi et al., 2021صدیقی ) مثال بعنوان

در  نایماهانه جر نیانگیم ینیبشیپ یبرا ANN بهبود دقت مدل یبرا
 ه مدلکدادند نشان و ندپاکستان استفاده کرد ندوس،یحوضه رودخانه ا

منفرد بهتر عمل  با مدل سهیماهانه در مقا انیجر ینیبشیدر پ یبیترک
فریره  ل،یبرز یروزانه در شمال شرق یهاانیجر ینیبشیپ یبرا .کندیم

 وستهیپانواع موجک  (Freire et al., 2019و همکاران )
Daubechies ،Symlet ،Coifet  موجک گسسته  مدلوMeyer  را با

بر  یمبتن ANNآنها نشان داد که  جی. نتاندکرد بیترک ANNمدل 
و  دهیرا بهبود بخش ANNعملکرد مدل  یریموجک به طرز چشمگ

 نشان داد. ینیبشیدر پ را تیموفق نیبالاتر Meyerموجک گسسته 
که مدل  افتندیدر (Dalkiliç & Hashemi, 2020دالکلیک و هاشمی )

 انیجر نیدر تخم (WNN) هارک موج مدلبا  یشبکه عصب یبیترک
 یفاز یاستنتاج عصب ستمیمدل س و ANNمدل  هماهانه نسبت ب

گونس و همکاران  .دارد یترموفق عملکرد( ANFIS) یقیتطب
(Güneş et al., 2021)  موجک  یهالیاز تبد یبیمدل ترک کیدر
 ی( براANNs) یمصنوع یعصب یهاو شبکه Daubechies وستهیپ

 یبیکه مدل ترک ندو نشان داد کردندماهانه استفاده  انیجر نیتخم
ی ییلماز در پژوهش نیهمچن. دارد ANN مدل به نسبت یبهتر عملکرد

 مدلاز  ،ANNبهبود مدل  یبرا (Yilmaz et al., 2022و همکاران )
 یبیکردند و نشان دادند مدل ترک استفاده Daubechies وستهیپ
 یتوجهقابل بطور را رودخانه ماهانه انیجر ینیبشیدقت پ یشنهادیپ

بیسواس و چاکرابورتی  .دهدیم شیافزا ANNبا  سهیدر مقا
(Chakraborty & Biswas, 2023) مدل  بینشان دادند که ترک زین

-Longو مدل  ANNبا مدل  Daubechies وستهیموجک پ زیآنال

Short Term Memory (LSTM )نیا توسط رواناب ینیبشیپ دقت 
 .دهدیم شیافزا را مدل دو

موجک با  لیکاربرد تبد( Sun et al., 2019سان و همکاران )

 خودهمبستهمتحرک  نیانگی(، مAR) همبستهخود یهامدل
(ARMAرگرس ،)یخط ونی (LR)  وANN انیجر ینیبشیپ یرا برا 

 یهاکه مدل دهدیآنها نشان م مطالعات جینتا ند؛کرد یبررس نیچ در
 .داردنفرد م یهانسبت به مدل یبهتر عملکردبر موجک،  یمبتن یبیترک

-Feedی هامدل بیترکاز  (Tayyab et al., 2019طیب و همکاران )

Forward Back-Propagation Neural Network (FFBPNN و )
radial basis function neural network (RBFNN با )مدل  کی

رواناب ماهانه در  -رابطه بارش یسازمدل یموجک گسسته برا زیآنال
و  دناستفاده کرد نیتسه در چ انگیدر رودخانه  نشایحوضه رودخانه ج
 . بخشدیها را بهبود معملکرد مدل گسسته موجک لینشان دادند که تبد

که استفاده از  شودیم مشاهده گرفته صورت مطالعات به توجه با
بر  یمبتن یهادقت مدل یریموجک به طرز چشمگ زیآنال یهامدل

. تاکنون، است داده شیرا افزا انیجر یسازرا در مدل یهوش مصنوع
-Wave (یشبکه عصب -ی )موجکبیمدل ترک بر یمبتن قاتیتحق اکثر

ANN استفادهخاص  هیسطح تجز کیمشخص در  موجک کی از 
 Tayyab et al., 2019 ; Dalkiliç & Hashemi, 2020) اندکرده

Chakraborty & Biswas, 2023 .)ونوع موجک  تیتوجه به اهم با 
 ییو کارا هامدل یورود یهاداده پردازششیپ درآن  هیسطح تجز

 مطالعه نیا در رودخانه، انیجر ینیبشیدر پ Wave-ANNمدل  یبالا
 وستهیو دو مدل پ Fejer-Korovkinو  Haarدو مدل گسسته  ییکارا

Symlet3  وDaubechies دردو و سه  ک،ی هیتجز سطح سه در 
 آنهاملکرد ع و گرفتهقرار  یابیمورد ارز یمصنوع یعصب شبکه با بیترک
 یررسب موجک لیتبد یریبکارگ عدم طیشرا در زین و هم با سهیمقا در

 .است شده

 

 هامواد و روش

 هاداده و یمطالعات محدوده

مربع در  لومتریک 5/680در حدود  یکارده با مساحت زیآبرحوضه 
 یجـزء نواح کهو شمال شهر مشهد قرار دارد  رانیشمال شرق ا

از حوضه  یشود و بخشیشهر محسوب م نیو مرتفع شمال ا یکوهستان
حوضه از نظر  نیااست.  قوم قره یهارحوضهیرودخانه کشف رود از ز

 59 و درجه 44تا  قهیدق 59 و درجه 26در محدوده  ،ییایجغراف تیموقع
 قهیدق 36 و درجه 58تا  قهیدق 36 و درجه 37و  یشرقطول  قهیدق

دو شاخه کوشک  یکارده از تلاق خانهقرار دارد. رود ییایعرض جغراف
 38حدود  تیبه ظرف کارده ی. سد مخزنردیگ یآباد و آل سرچشمه م

کل شدر بخش انتهایی این حوضه و بر روی رودخانه ) متر مکعب ونیلیم
 نیهمچن از آب شرب شهر مشهد و یبخش کننده نیمأت ( قرار دارد و1
 ,.Dastorani et alدست حوضه است ) نییپا یکشاورز یاراض یاریآب

بینی جریان ورودی به این از این رو، در مطالعه حاضر، پیش (.2022
منظور برآورد رواناب ماهانه بهسد مورد ارزیابی قرار گرفته است. 
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های هواشناسی و ایستگاه ماهانهبالادست سد کارده از آمار  رحوضهیز
-1399ساله ) 30 یبازه زمان در (1شکل و  1 جدولهیدورمتری حوضه )

. تغییرات متوسط بارش و جریان ماهانه محدوده دی( استفاده گرد1370
 نشان داده شده است. 2شکل مطالعاتی در 

 
 (1399-1370های هواشناسی و هیدرومتری مورد استفاده در منطقه مطالعاتی در بازه زمانی )مشخصات مکانی و آماری ایستگاه -1 جدول

Table 1- Geograghical and statistical properties of the metheorological and hydrometric stations in the study area in the 

period 1991-2021  

Station type 
 نوع ایستگاه

Station 
 نام ایستگاه

XUTM 
 طول

YUTM 
 عرض

Mean 
 میانگین

Stdev 
 انحراف معیار

Metheorological 

 هواشناسی

Al 26.44 25.14 4066830 738112 آل 

Jong 28.85 27.20 4073907 730763 جنگ 

Goosh Bala 25.86 24.25 4066640 729015 گوش بالا 

Bolghoor 31.48 31.74 4081022 731891 بلغور 

Kardeh Dam  32.79 23.49 4056097 740690 سد کارده 

Mareshk 26.22 25.89 4077158 727063 مارشک 

Hydrometric 

 هیدرومتری

Kardeh 0.64 0.54 4060437 738303 کارده 

Kooshk Abad 0.06 0.02 4060587 736998 کوشک آباد 

 

 
 هواشناسی و هیدرومتری آن  یهاستگاهیا و یمطالعات منطقه ییایجغراف تیموقع -1شکل 

Figure 1- The geographical location of the study area and its hydro-meteorological and hydrometric stations 
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 (1370-1399) یو بارش محدوده مطالعات انیماهانه جر راتییتغ -2شکل 

Figure 2- Monthly variations of streamflow and precipitation within the study area over a 30-year period (1991-2020) 

 

 موجک زیآنال مدل

عنوان است که به گنالیروش پردازش س کی (WT) موجک لیتبد
 یهایرسروش  نیاشده است.  شنهادیپ هیفور لیتبد یبرا ینیگزیجا

یها را بهبود منیرا کاهش داده و تخم زیکند، نویم هیرا تجز یزمان
(. ;Grossmann & Morlet, 1984 Nayak et al., 2013)بخشد 

 را یکه اطلاعات زمان است هینقطه ضعف اول کی یدارا هیفور لیتحل
شامل  WT کهیحالدر  ،دهدیم تدس از یبه حوزه فرکانس لیدر تبد

 & Tiwari) در حوزه زمان و فرکانس است یریپذکیچند تفک

Chatterjee, 2011 .)قدرتمند است یاضیر لیتبد کیموجک  لیتبد 
 ییهایوستگیروندها، نقاط شکست و ناپ یهاتا جنبه کندیکه کمک م
دهند، با  صیتشخ توانندیها نمداده لیتحل یسنت یهاکیرا که تکن

 نی. ا(Adamowski & Sun, 2010)شوند  یبررس یشتریب اتیجزئ
در  نیینشان دادن اطلاعات فرکانس پا یبرا یروش از فواصل طولان

فرکانس بالا  اتیجزئ شینما یو فواصل کوتاه برا یزمان یهایسر
 .(Momeneh & Nourani, 2022) کندیاستفاده م

 لیبدت در یفیط جزء هر با موجک تابع عرض ه،یفور لیتبد برخلاف
 یزمان وضوح بالا، یها فرکانس در موجک، لیتبد. کندیم رییتغ موجک

 در کهیحال در دهدیم ارائه را فیضع فرکانس وضوح و خوب
 ارائه ار فیضع یزمان وضوح و خوب فرکانس وضوح ن،ییپا یهافرکانس

 صورتبهx (t) گنالیس کی( CWT) وستهیپ موجک لی. تبددهدیم
  (Kim & Valdes, 2003) شودیم فیتعر ریز

(1) 
CWTx

φ(τ. s)

= ⃒S⃒
1
2φ ∗ ∫ (

t − τ

s

+∞

−∞

)dt 

و *  انتقال پارامتر𝜏  ،(فرکانس)عکس  اسیمق پارامتر s آن در که
 پارامتر(. Cannas et al., 2006) است مختلط مزدوج دهندهنشان
 قیطر از آن ییجابجا هنگام در موجک تابع مکان به مربوط انتقال

. دارد مطابقت موجک لیتبد در یزمان اطلاعات با که است گنالیس
 اطلاعات با و شودیم فیتعر frequency/1 صورتبه s اسیمق پارامتر

 یهااسیمق. است لیتبد تابع φ (t) مادر موجک. دارد مطابقت فرکانس
 قیدق اطلاعات و دهدیم بسط را گنالیس( نییپا یهافرکانس) بزرگ
 کوچک یهااسیمق کهیحال در دهند،یم ارائه را گنالیس در پنهان

 درباره یکل اطلاعات و کندیم فشرده را گنالیس( بالا یهافرکانس)
 (.Cannas et al., 2006) دهندیم ارائه گنالیس

در  یکمتر محاسبات زمان به( DWT) گسسته موجک لیتبد
. است CWT از ترساده آن یسازادهیپ و دارد ازین CWTبا  سهیمقا
 عامل دو یهاتوان براساس معمولاً DWT یهاتیموقع و هااسیمق
(. Partal & Kisi, 2007) هستند( ییدوتا یهاتیموقع و هااسیمق)
 ,Malat) دیآیم دستبه ریصورت زبه موجک شینما رییتغ با امر نیا

1999.) 

(2) φj.k(t) = S0

−
j
2φ (

t − kτ0s0
j

s0
j

) 

𝑠0 و هستند حیصح اعداد k و j بالا، رابطه در >  مرحله کی 1
 یفضا اسیمق که است نیا موجک یسازگسسته اثر. است ثابت یزمان

0

2

4

6

8

O
ct

-9
1

O
ct

-9
2

O
ct

-9
3

O
ct

-9
4

O
ct

-9
5

O
ct

-9
6

O
ct

-9
7

O
ct

-9
8

O
ct

-9
9

O
ct

-0
0

O
ct

-0
1

O
ct

-0
2

O
ct

-0
3

O
ct

-0
4

O
ct

-0
5

O
ct

-0
6

O
ct

-0
7

O
ct

-0
8

O
ct

-0
9

O
ct

-1
0

O
ct

-1
1

O
ct

-1
2

O
ct

-1
3

O
ct

-1
4

O
ct

-1
5

O
ct

-1
6

O
ct

-1
7

O
ct

-1
8

O
ct

-1
9

O
ct

-2
0

Q
 (

m
^
3

/s
)

ی
دب

0

50

100

150

O
ct

-9
1

N
o

v
-9

2

D
ec

-9
3

Ja
n

-9
5

F
eb

-9
6

M
ar

-9
7

A
p

r-
9

8

M
ay

…

Ju
n

-0
0

Ju
l-

0
1

A
u

g
-0

2

S
ep

-0
3

O
ct

-0
4

N
o

v
-0

5

D
ec

-0
6

Ja
n

-0
8

F
eb

-0
9

M
ar

-1
0

A
p

r-
1

1

M
ay

…

Ju
n

-1
3

Ju
l-

1
4

A
u

g
-1

5

S
ep

-1
6

O
ct

-1
7

N
o

v
-1

8

D
ec

-1
9

Ja
n

-2
1

P
 (

m
m

)

ش
بار



 197...      یمصنوع یعصب شبکه -موجک یبیترک یسازموجک در مدل لیانواع تبد ییکارا یابیارز ،همکاران و چولانک کاظمی

𝑆0 مقدار. شودیم یبردارنمونه گسسته سطوح در اکنون یزمان =  به 2
 یریگنمونه با فرکانس محور از یبردارنمونه که شد انتخاب یاگونه
 موجک لیتبد تمیالگور ، φ مادر موجک. باشد داشته مطابقت ییدوتا

"a Trous" انتقال بیضر. است τ =  یریگنمونه از نانیاطم یبرا 1
 شکل(. Cannas et al., 2006) دشومی انتخاب زمان محور در ییدوتا

 را مختلف سطوح یبرا موجک هایلیتبد توسط هیتجز یچگونگ 3
را ها از فیلتر مربوطه، آنها با عبور دادن داده تابع موجک؛ دهدیم نشان

 (Detail) و جزئیات تقسیم (Approximation) به دو دسته تقریب
. تقریب نماینده اجزا با فرکانس پایین و جزئیات شامل اجزایی با کندمی

تواند تا بوده و فرآیند تجزیه امواج می لامقیاس کوچک یا فرکانس با
تفاوت اصلی انواع  (.Wang & Ding, 2003) چندین مرحله ادامه یابد

های های موجک در نوع تابع موجک مادر است. در موجکتبدیل
های که در موجکگسسته، این تواع از نوع پلکانی هستند در حالی

 شود.پیوسته، از تبدیل پیوسته در موجک مادر استفاده می
 

 یمصنوع یعصب شبکه مدل

با ساختار پرسپترون  هیسه لا یشبکه عصب کیمقاله،  نیدر ا
(MLP) یهاتعداد نورون ،ینوع شبکه عصب نیاستفاده شده است. در ا 

 کنندهینیبشیپ یرهایمتغبرابر با تعداد  بیترتبه یو خروج یورود هیلا
(m) یانیم هیلا یهاکه تعداد نورونیاست، در حال شوندهینیبشیپ 

رد مو توابعمحاسبه شود.  دیآن با نهیمقدار به که باشدیم رییتغ قابل
و  یاز نوع خط بیترتبه یو خروج یانیم هیلا یهااستفاده در نورون

 Modaresi)ارائه شده است  4و 3هستند که در معادله  یدیگموئیس

et al., 2017:) 
(3) f(x) = x 

(4) f(x) =
1

1 + e−ax
    a > 0 

 یبرا (b) اسیو با (wمحاسبه توابع در هر نورون، وزن ) یبرا
 .شودیدر نظر گرفته م (j+ b jxjwصورت )ها بهنورون یهایورود

j = 1,2,…,m) ( مدل  واسنجی قیاز طر دیآن با نهیبه ریکه مقاد

 شود. نییتع

 تمیاز الگور ،MLPی شبکه عصب یواسنج ایمنظور آموزش به
Feed Forward Back Propagation (FFBP) به  یابیدست یبرا

 معادله طبق، که در آن تابع خطا شودمی استفاده  یسازمدل نیبهتر
رسد یاز تکرارها به حداقل م کیهر  یبرا عنوان تابع هدفبه ریز
(Araghinejad, 2014.) 

(5) 𝐸 =
1

𝑛𝑐
∑ 𝑒𝑖

2

𝑛𝑐

𝑖=1

 

 نیام i یمدل برا یسازهیشب یخطا ie ،تابع خطا E، 5رابطه  در
 است. یآموزش یهاتعداد جفت ncو  یآموزش داده

 

 
 سطوح مختلف یموجک برا هایلیتوسط تبد X یزمان یسر هیتجز یچگونگ -3شکل 

Figure 3- The decomposition of time series X using wavelet transforms for different levels 

 

 

 

 

  



 1403تیر  -، خرداد 2، شماره 38آب و خاک، جلد نشریه      198

 

 

 (WANN) یشبکه عصب -موجک یبیترک مدل
است که در آن،  یاز نوع سر یبیمدل ترک کی WANN مدل

به هادادهپردازش کننده شیعنوان روش پموجک به لیتبد یخروج
 کننده ینیبشیپ مدل عنوانبه یمصنوع یعصب شبکه به یورود عنوان

 یعنابه م یمصنوع یموجک و شبکه عصب زیآنال بی. ترکشودیم وارد
و سپس استفاده  هایژگیاستخراج و یموجک برا یهاتیقابلاستفاده از 

 نیت. اها اسداده ینیبشیالگوها و پ یریادگی یبرا یعصب یهااز شبکه
 رایها داشته باشد، زدر عملکرد مدل یبهبود قابل توجه تواندیم روش

 .  بردیهر دو روش بهره م یهاییاز توانا
 وستهیو دو مدل پ fkو  Haarمدل گسسته  دواز  در این تحقیق

Symlet3  وDaubechies  دهنده قابلیت نشان نیشیپ قاتیتحقکه
 & Momeneh)ها هستند بینیبالای آنها در افزایش دقت پیش

Nourani., 2022 ; & Hashemi, 2020 Dalkiliç  ; Güneş et 

al., 2021 ،)یهایرسریز و شد استفاده 3 و 2، 1 هیتجز سطح سه در 
 شبکه مدل به یورود بعنوان هیدر هر تجز (di) یو جزئ (ai) یاصل

 در قیتحق انجام مراحل فلوچارت. گرفتند قرار استفاده مورد یعصب
 .است شده آورده 4 شکل

 یعتبارسنجااز روش  یمصنوع یمدل شبکه عصب یواسنج یبرا
 نیاستفاده شد. بد (fold cross validation-4) یاهیلا 4 طعتقام

 یهااز مدل کیهر  تقسیم شدند وها به چهار گروه داده صورت که
قرار گرفت و در هر بار  یسنجو صحت یبار مورد واسنج 4 یبیترک

درصد  25آموزش و  یبراگروه(  3) هاداده درصد 75مدل،  یاجرا
 تیمدل استفاده شدند. در نها یسنجصحت یبرا گروه( 1) ماندهیباق
 آمده بدست جینتا از مدل، یاجرا بار 4 از حاصل یینهاج یارائه نتا یراب

 انیشا. است شده گرفته نیانگیم یسنجصحت و یواسنج بخش هر از
 یانیم هیلا نهیبه یهانورون تعداد مدل، یاجرا هربار در که است ذکر

 است شده نییتع نیشیپ مطالعات یهاافتهی براساس( 3،8) بازه از زین

(Modaresi et al., 2017.) 

 

 مدل یابیارز یارهایمع
 قیقتح نیا در رفته بکار یهامدل ییکارا سهیمقا و یابیارز یبرا

 مربعات نیانگیم جذر(، NSE) فیساتکل-نش یابیارز شاخص سه از
به که شد استفاده( R) رسونیپ یهمبستگ بیضر و( RMSE) خطا
 (:Moriasi et al., 2007) است شده ارائه 8 و 7، 6 روابط در بیترت

(6) 𝑵𝑺𝑬 = 𝟏 −
∑ (𝑷𝒊 − 𝑶𝒊)

𝟐𝒏
𝒊=𝟏

∑ (𝑶𝒊 − �̅�)𝟐𝒏
𝒊=𝟏

 

(7) 𝑹𝑴𝑺𝑬 = √
𝟏

𝒏
∑(𝑷𝒊 − 𝑶𝒊)

𝟐

𝒏

𝒊=𝟏

 

(8) 𝑹 =
∑ (𝑷𝒊 − �̅�) − (𝒏

𝒊=𝟏 𝑶𝒊 − �̅�)

√∑ (𝑷𝒊 − �̅�)𝟐𝒏
𝒊=𝟏 ∑ (𝑶𝒊 − �̅�)𝟐𝒏

𝒊=𝟏

 

 

 

 
 تحقیقروند  یکل یشما -4شکل 

Figure 4- Flowchart of the current research 
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و  یمشاهدات ماهانه انیجر بیترتبه 𝑂𝑖و  𝑃𝑖روابط فوق،  در
 ماهانه انیجر نیانگیم بیترتبه �̅�و  i، �̅�شده در زمان  ینیبشیپ

 راتیی. دامنه تغباشدیها متعداد داده Nشده و  ینیبشیپ و یمشاهدات
. هرچه مقدار باشدیم کیتا  تینهایب یاز منف فیساتکل-شاخص نش

مدل کمتر است. شاخص  یباشد، خطا ترکیدزن کیشاخص به  نیا
RMSE شاخص به  نیچه مقدار ا . هرکندیم رییتغ تینهایاز صفر تا ب
یبهتر مدل م ییکمتر و کارا یه خطادهندباشد، نشان ترکیصفر نزد

 بیترتبه -1و  1. مقدار کندیم رییتغ 1تا  -1در دامنه  R. شاخص باشد
و  یمشاهدات ریو معکوس مقاد میکامل مستق یدهنده همبستگنشان

 دهدیشاخص نشان م نیمقدار صفر ا نی. همچنباشدیشده م ینیبشیپ
یمعن یطخ یهمبستگ چگونهیه شده ینیبشیپو  یمشاهدات ریکه مقاد

اشد، ب کترینزد کیشاخص به  نیهرچه مقدار ا نیندارند. بنابرا یدار
شده  زده نیو تخم یمشاهدات ریمقاد راتییمدل بهتر است و تغ ییکارا

 .باشدیهمسو م

 

 بحثو  جینتا

 یهمبستگ زیآنال جینتا

 زانیم ان،یجر کننده ینیبشیپ یرهایمتغ نیبهتر نییتع منظور به
ماه و  5صفر تا  یزمان یرهایتأخ دربا بارش  هر ماه انیجر یهمبستگ

قرار گرفت  یماه قبل مورد بررس 5تا  انیجر یمقدار خودهمبستگ نیز

دو ماه  و کی در انیجرهر ماه با  انی( و مشاهده شد که جر5شکل )
-P) %95 نانیدر سطح اطم ییبالا یهمبستگ یقبل از خود دارا

val<0.05) 1در زمان  انیجر ریمتغ، لذا دو است-T )1-t(Q 2 و-T -t(Q

 تندقرار گرف استفادهمورد  انیجر کننده ینیبشیپ یرهایمتغ عنوانبه 2(
 .تعریف شدمطالعه  نیا یبرا زیرمدل  و

(9) 𝑄𝑡 = 𝑓((𝑄𝑡−1). (𝑄𝑡−2)) 
 

 WANN یبیمدل ترک جینتا

های انتخاب شده از مرحله قبل، هر یک از دو با توجه به ورودی
توسط هر یک  (tQ-2) و رواناب دو ماه قبل (tQ-1) قبل ماه روانابمتغیر 

های موجک در سه سطح تجزیه شده و نتایج حاصل از هر از تبدیل
 (.6شکل داده شد ) ANNعنوان ورودی به مدل سطح تجزیه به

 

 کی هیدر سطح تجز WANN یبیمدل ترک جینتا

کننده، دو  ینیبشیپ یرهایمتغ از کی هر یازا به ک،یسطح  در
 یاصل گنالیس ریز کیموجک شامل  هیحاصل از تجز یزمان یسر

(1ia) یجزئ گنالیرسیز کی و (1id) یعصب شبکه مدل به یورود بعنوان 
 یهااز مدل آمده بدست یسنجصحت جینتا، 7شکل  در. شد داده
هیلا از کی هر درو گسسته  وستهیموجک پ زیآنال 4حاصل از  یبیترک
 Rو  NSE، RMSE یهاشاخص براساس متقاطع یسنجصحت یها

 نشان داده شده است.
 

 

 
 های قبل )ب(و ماه ماه همان بارش با انیجر یهمبستگ)الف( و قبل  یهاماه انیجرهمبستگی جریان با  -5شکل 

Figure 5-The correlation of streamflow with streamflow for previous months (a) and the correlation of streamflow with 

precipitation for the same month preceding months (b) 
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 موجک زیآنال یهااز روش کیهر یبرا یبیمدل ترک لیفلوچارت تشک -6شکل 

Figure 6- Flowchart for constructing a combined model for each of the wavelet analysis methods 

 

  

 
 (متقاطع یسنج)صحت هیتجز اول سطح در یبیترک یهامدل یابیارز یهاشاخص -7شکل 

Figure 7- The evaluation indices values of the hybrid models at the first level of decomposition (crossvalidation)  

 
در  یاعتبارسنج یهاشاخص ریمقاد ،شودیکه مشاهده م همانطور

دو مدل  نیب 7شکل توجه به  بااز چهار دسته متفاوت است.  کیهر 
 دقتDb2-ANN مدل  fold2و  fold1استفاده شده، در  وستهیپ

 دقت fold4و  fold3دارد اما در  Sym3-ANNنسبت به مدل  یبالاتر
Sym3ANN یهم دقت بالاتر یکل نیانگیکه در میبالاتر است بطور 

 .دهدیرا نشان م
ندارد اما در  یادیاول تفاوت ز foldدو مدل گسسته، در سه  دقت

fold4  دقت مدلFk2-ANN بالاتر است. بطور  یابطور قابل ملاحظه
 یعملکرد بهتر Sym3-ANNمدل  ،یبیمدل ترک راچه هر نیب یکل

را در دو بخش  های ارزیابی مدلهاشاخص ریمقاد 2 جدولدارد. 

عملکرد  شودیکه ملاحظه م دهدینشان م یسنجو صحت یواسنج
ی با موجک پیوسته بهتر از موجک گسسته بوده است و بیترک هایمدل

 یهر دو مرحله واسنج در Sym3-ANN از میان آنها، دقت نتایج مدل
-Haar یبیترک مدلو  باشدیها ممدل ریبهتر از سا یسنجو صحت

ANN دارد. هیسطح تجزاین دقت را در  نیکمتر 

 

  هیتجزدوم در سطح  WANN یبیمدل ترک جینتا

موجک شامل  زیحاصل از آنال یزمان یسر سه دو، هیتجز سطح در
 به (2id و i1d) یجزئ گنالیس ریز دو و( 1ia) یاصل گنالیس ریز کی
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 مدل وارد یورود بعنوانکننده  ینیبشیپ یرهایمتغ از کی هر یازا
هر  درسطح دو  در یاعتبارسنج یهاشاخص ریمقاد. شد یعصب شبکه

 .است شده آورده 8 شکل دربخش 

 Db2-ANNو  Sym3-ANNمدل  دونتایج  سهیمقا ،سطح دو در
بالاتر بوده و در  Db2-ANNدقت مدل  fold2فقط در  دهدینشان م

دو  نیب ه است.داشت یدقت بالاتر Sym3-ANNمدل  گرید foldسه 
-Haarدقت مدل  foldهر چهار  در Fk2-ANNو  Haar-ANNمدل 

ANN ها را در دو بخش شاخص ریمقاد 3 جدول نیبالاتر است. همچن
 شودیمکه ملاحظه  دهدیدر سطح دو نشان م یسنجو صحت یواسنج

 باشد،یم هامدل ریسا از بهتر Sym3-ANN یبیعملکرد مدل ترک
در  یبیترک یهامدل یتمام یبطور کل دهدیم نشان جینتا نیهمچن

 هارائ کی هیتجزنسبت به سطح  یدو عملکرد بالاتر هیسطح تجز
 .اندداده

 
 

 اول تجزیه سطح در های مدلاعتبارسنج یهاشاخص ریمقادمتوسط  -2 جدول

Table 2- The average value of the assessment indices at the first level of decomposition 

Hybrid model 
 مدل هیبریدی

The optimal number of neurons 

 هاتعداد بهینه نورون

Calibrasion 

 واسنجی
Validation 

 سنجیصحت
NSE RMSE (m3/s) R NSE RMSE (m3/s) R 

Sym3-ANN 8 0.78 0.27 0.88 0.60 0.30 0.82 

Db2-ANN 7 0.76 0.28 0.87 0.53 0.31 0.80 

Haar-ANN 4 0.68 032 0.83 0.53 0.32 0.76 

Fk2-ANN 7 0.69 0.31 0.84 0.47 0.34 0.77 

 
 

  

 
 (ی متقاطعسنجصحت) هیتجزدوم   سطح در یبیترک یهامدل یابیارز یهاشاخص -8شکل 

Figure 8- The evaluation indices values of the hybrid model at the second level of decomposition (cross-validation) 

 
 دوم تجزیه سطح در های مدلاعتبارسنج یهاشاخص ریمقادمتوسط  -3 جدول

Table 3- The average value of the assessment indices at the second level of decomposition 

Hybrid model 
 مدل هیبریدی

The optimal number of neurons 

 هاتعداد بهینه نورون

Calibrasion 

 واسنجی
Validation 

 سنجیصحت
NSE RMSE (m3/s) R NSE RMSE (m3/s) R 

Sym3-ANN 4 0.83 0.24 0.91 0.60 0.31 0.84 

Db2-ANN 8 0.76 0.28 0.87 0.59 0.30 0.80 

Haar-ANN 5 0.73 0.29 0.87 0.61 0.30 0.81 

Fk2-ANN 8 0.73 0.29 0.86 0.54 0.32 0.79 
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 (ی متقاطعسنجصحت) هیتجزسوم  سطح در یبیترک یهامدل یابیارز یهاشاخص -9شکل 

Figure 9- The evaluation indices values of the hybrid models at the third level of decomposition (crossvalidation)  

 

  هیتجز سوم در سطح WANN یبیمدل ترک جینتا

 ریز کیبه مدل موجک،  یورود ریهر متغ یبه ازا ،سهسطح  در
 حاصل (3id و 2id و 1id) یجزئ گنالیس ریز سهو  (1ia) یاصل گنالیس
 بعنوان که شودایجاد می گسسته ای وستهیپ مدل هر توسط هیتجز از

 یهاشاخص ریمقاد. شوندیم وارد یعصب شبکه مدل به یورود
 آورده شده است. 9 شکل در بخش هر در سه سطح در یاعتبارسنج

که دقت  دهدیم انشن بخش هر در هاشاخص ریمقاد ،سهسطح  در
بالاتر  Db2-ANNاز مدل  هاfold یدر تمام Sym3-ANNمدل 

 یبموجک گسسته و شبکه عص یبیدو مدل ترک جینتا سهیاست، در مقا
در دو  کهیبالاتر است در حال Fk2-ANNاول دقت مدل  foldدر دو 
fold دقت مدل  بعدHaar-ANN  یمشاهده م 4 جدولبالاتر است. در
بهتر از  زین سهدر سطح  Sym3-ANN یبیعملکرد مدل ترک که شود
 یدر بخش واسنج NSEکه مقدار شاخص یبطور باشدیها ممدل ریسا
در  RMSEاست. مقدار  دهیرس62/0به  یسنجو در بخش صحت81/0

مدل  یاست که عملکرد بالا3/0 یسنجو در صحت 25/0 یواسنج
در  یهمبستگ بیمقدار ضر. دهدیرا نشان م Sym3-ANN یبیترک

است که نسبت به 85/0 یسنجو در قسمت صحت 9/0مدل  یواسنج
-Haar یبی. مدل ترکدهدیرا نشان م یها عملکرد بالاترمدل ریسا

ANN و دارد د هینسبت به سطح تجز یسه دقت کمتر هیدر سطح تجز
یاند اما اختلاف معننشان داده یاگرچه دقت بالاتر زیها نمدل ریو سا

و لذا  شودیها در سطح دو و سه مشاهده نمشاخص ریمقاد نیب یدار
 به توجه با. باشدیها در سطوح بالاتر نمداده یزمان یسر هیبه تجز ازین

 ،هیتجز سطح سه نیب ،ی در هر سطح تجزیهابیارز یهاشاخص ریمقاد
را  یعملکرد را دارد و سطح سه عملکرد بالاتر نیترنییپا کی سطح

در سطح دو عملکرد  Haarنشان داده است. مدل  Haarبجز در مدل 
 را نشان داده است. یبالاتر

منفرد و  ANNمدل  یابیارز یهاشاخص ریمقاد، 5 جدول در
 شده همقایس هیجزتسطح  نیدر بهتر یبیترک مدل هر نتایج نیبهتر
بت نس یبهتر جینتا یبیترک یهامدل که همه دهدینشان م جینتا. است

در بخش  RMSE. مقدار شاخص کنندیمنفرد ارائه م ANNبه مدل 
است که نسبت به مدل  3/0 یبیترک یهاهمه مدل یسنجصحت
ANN  است. افتهیمنفرد کاهش 

 
 تجزیهسوم  سطح در های مدلاعتبارسنج یهاشاخص ریمقادمتوسط  -4 جدول

Table 4- The average value of the assessment indices at the third level of decomposition 

Hybrid model 
 مدل هیبریدی

The optimal number of neurons 

 هاتعداد بهینه نورون

Calibrasion 

 واسنجی
Validation 

 سنجیصحت
NSE RMSE (m3/s) R NSE RMSE (m3/s) R 

Sym3-ANN 3 0.81 0.25 0.90 0.62 0.30 0.85 

Db2-ANN 6 0.78 0.27 0.89 0.61 0.30 0.81 

Haar-ANN 6 0.78 0.27 0.89 0.59 0.31 0.80 

Fk2-ANN 7 0.73 0.29 0.86 0.60 0.30 0.80 
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و  یواسنجمقدار را در دو بخش  نیشتریب NSE شاخص مقدار

و  81/0 بیدارد که بترت Sym3-ANN یبیدر مدل ترک یسنجصحت
منفرد  ANNنسبت به مدل  یاکه بطور قابل ملاحظه باشدیم 62/0

 یبهتر جینتا یبیترک یهامدل رینسبت به سا نیو همچن افتهیبهبود 
همسو  نتایج نیا که کندیارائه م یسنجو صحت یواسنجدر دو بخش 

. مقدار باشدیم (Freire et al., 2019فریره و همکاران ) جیبا نتا
دارد  Sym3-ANN یبیمقدار را در مدل ترک نیبالاتر زین Rشاخص 
 یسازدقت مدل نیسه بالاتر هیدر سطح تجز Sym3-ANNلذا مدل 

در سطح  Db2-ANN یبیدو مدل ترک نیب یگرید سهیرا دارد. در مقا
 ریکه مقاد شودیدر سطح دو ملاحظه م Haar-Annسه و مدل 

را  یکسانیدقت  یسنجدر بخش صحت هارزیابی مدلا یهاشاخص
بخش  در Db2-ANN یبیاند اما مدل ترکمدل ارائه داده دو نیا یبرا

مهسواران و خوسا  جیداشته است که با نتا یدقت بالاتر یواسنج
(Maheswaran & Khosa, 2012) مدلو لذا  باشدیم همسو Db2-

ANN یبیبعد از مدل ترک Sym-ANN ریدارد. مقاد یدقت بالاتر 
 یکه در دو بخش واسنج دهدینشان م پیوستهدو مدل  یبرا هاشاخص

-Db2بالاتر از مدل  Sym3-Ann یبیدقت مدل ترک یسنجو صحت

Ann یمنشان گسسته دو مدل  یها براشاخص ریمقاد نیاست. همچن
با دقت مدل  یدر سطح دو اختلاف چندان Haar-ANNکه مدل  دهد

Fk2-ANN در مدل  کهیندارد بطورHaar-ANN یهمبستگ بیضر 

در بخش  NSEو شاخص  یسنجو صحت یواسنجدر دو بخش 
و  باشدیبالاتر م Fk2-ANNدرصد نسبت به  کیتنها  یسنجصحت

بررسی . شودیدو مدل ملاحظه نم نیا نیب یدار یعملا تفاوت معن
دهد های عصبی ترکیبی نیز نشان میهای بهینه در شبکهتعداد نورون

توانسته است با کمترین تعداد نورون در لایه  sym3-ANNکه مدل 
پذیری میانی، بهترین نتیجه را ارائه دهد که این امر نشان دهنده آموزش

 آسان و با کمترین پیچیدگی شبکه عصبی بوده است.

شده  یسازمدل انیجر و یمشاهدات انیجر ریمقاد 10 شکل در
 هیسطح تجز نیدر بهتر یبیو چهار مدل ترک ANNتوسط مدل منفرد 

 یهاکه مدل شودیم مشاهده 10 شکلتوجه به  با. است شدهارائه 
نسبت به مدل  یرا با دقت بهتر های کمتردبیاند توانسته یدیبریه

ANN در  زین یحداکثر ریبرآورد مقاد نیهمچن .ندیمنفرد برآورد نما
یک و که این با نتایج دالکل است افتهی بهبود اریبسهای ترکیبی مدل

و ییلماز و همکاران  (Dalkiliç & Hashemi, 2020هاشمی )
(Yilmaz et al., 2022 .مطابقت دارد )نیترفیضع ،انیم نیدر ا 

 که Kf2 موجک نیها مربوط به موجک هار بود. همچنموجک عملکرد
 یعملکرد زیبه کار گرفته شده بود، ن یدرولوژیکمتر در مطالعات ه

 Ahmadiاحمدی و مداح ) جیموضوع با نتا نیمتوسط داشته است که ا

& Maddah, 2020) دارد مطابقت. 

 
 های ترکیبی با مدل شبکه عصبی منفرد در مراحل واسنجی و صحت سنجیمقایسه نتایج بهترین مدل -5 جدول

Table 5- Comparison of the results of the best combined models with a singular neural network model in the calibration and 

validation stages 

Model 

Name 
 نام مدل

Decomposition 

level 
 سطح تجزیه

The optimal number of 

neurons 
 هاتعداد بهینه نورون

Calibration 
 واسنجی

Validation 
 سنجیصحت

NSE RMSE 

(m3/s) 
R NSE 

RMSE 

(m3/s) 
R 

ANN - 6 0.64 0.34 0.80 0.42 0.36 0.73 

Sym3-ANN Level3 3 0.81 0.25 0.90 0.62 0.30 0.85 

Db2-ANN Level3 6 0.78 0.27 0.89 0.61 0.30 0.81 

Haar-ANN Level2 5 0.73 0.29 0.87 0.61 0.30 0.81 

Fk2-ANN Level3 7 0.73 0.29 0.86 0.60 0.30 0.80 
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  های شبکه عصبی منفرد و ترکیبیمدل با بینی شدهبا جریان پیش یمشاهدات انیجر سهیمقا -10شکل

Figure 10- Comparison between observed data flow and predicted flow using singular and combined neural network models 
 

 گیرینتیجه

 انیجر یسازمدل که شودیم سبب هاداده در یآمار راتییتغ وجود
 مدل یریادگی ندیدر فرآ یبا مشکلات مبناءداده یهامدل با رودخانه

قت د ،یقیتلف یسازرو لازم است با استفاده از مدل نیهمراه باشد. از ا
کرد عمل ، ارزیابیپژوهش حاضر هدف از. ابدیارتقاء  انیجر ینیبشیپ

 هبودب در گسسته و پیوسته در سطوح تجزیه متفاوت موجک مدلانواع 
بود. بدین رواناب  بینیپیش یبرا یمصنوع یعصب شبکه مدل ییکارا

 انریواقع در حوضه قره قوم، در شمال شرق امنظور، حوضه آبریز کارده 
به عنوان منطقه مطالعاتی مورد ارزیابی قرار گرفت و جریان ورودی به 
سد کارده که یکی از منابع اصلی تآمین آب شرب شهر مشهد است 

بررسی همبستگی متغیرهای بارش و جریان  سازی قرار گرفتمورد مدل
 T-2و  T-1 یرواناب در دو گام زمانماهانه این رودخانه نشان داد که 

جریان ( %95 نانی)در سطح اطم کنندهینیبشیپ یرهایمتغ نیبهتر
ه موجک گسست زیدو مدل آنال ییکارا در این تحقیق،. رودخانه هستند

Haar و Fejer-Korovkin2 وستهیو دو مدل پ Symlet3  و
Daubechies2 به یعصب شبکه مدل با بیترک در هیسطح تجز در سه

 هایمدل یی. کاراگرفت قرار یابیارز مورد انیجر ینیبشیپ منظور
سطح  4متقاطع در  یسنجبا استفاده از روش صحت WANN یدیبریه

با مدل  سهیدر مقا یبیترک یهانشان داد که مدل جیشد. نتا یابیارز
و  Haarآنجا که دو مدل  ازداشتند.  یبهتر ییکارا منفرد یشبکه عصب

Fk2 از  ماهانه که جریان یهاداده در تجزیه دارندگسسته  یساختار
 یبررس در کهیبطور اند؛کارایی مناسبی نداشته نوع پیوسته هستند،

 سبتن وستهیپ موجک یهامدل که شد مشاهده یبیهر مدل ترک جینتا
 هشبک مدل جینتا و دارند یبهتر عملکرد گسسته موجک یهامدل به

های که مدل، بطوریبخشندیم بهبود یقبول قابل حد تا را منفرد یعصب
 ANNدرصد نتایج مدل  11های پیوسته تا درصد و مدل 9گسسته تا 

 حوضه یهایژگیکه آب و هوا و وییآنجا از. اندمنفرد را بهبود بخشیده
 مدل نتایج حاصل از تجزیه ها و در نتیجهنوسانات داده نوع بر تواندمی

دست آوردن به یموجک مناسب برا مدلانتخاب  باشد، رگذاریموجک تأث
های موجود میان نتایج با توجه به وجود تفاوتمهم است.  جینتا نیبهتر

شود که تحقیقات مختلف در انتخاب بهترین نوع موجک، پیشنهاد می
ها، از هر دو نوع موجک پیوسته و بینیبرای دستیابی به بهترین پیش

ها استفاده شده و بهترین نتایج برگزیده شود. سازیگسسته در مدل
نتایج تحقیق حاضر نشان داد که انتخاب سطح تجزیه نیز در همچنین، 

اگرچه  قیتحق نیا دردقت نتایج حاصل مدل ترکیبی حائز اهمیت است؛ 
اما  داد ارائه یبهتر جینتا هامدل اکثرها برای داده هیتجزسوم در سطح 
که از آنجایی ؛نداشتند یداریدر سطح دو و سه تفاوت معن جیدقت نتا

های شبکه عصبی منجر به دقت متغیرهای ورودی در مدلتعداد کمتر 
 کاهش جهت شودیم شنهادیپ شود،سازی میبالاتری در نتایج مدل

 یاجرا زمان کاهش جهیدرنت و یعصب شبکه مدل به یورود یهالفهؤم
 .ردیگ صورت دو سطح در هیتجز مدل،
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